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Resumen

EI presente trabajo esboza la implementacion de un algoritmo para el control de un robot

asistencial, el cual se enfoca en la alimentacion asistida. El algoritmo aplicado al robot tiene 3
pilares fundamentales para su funcionamiento: deteccion de existencia o no de alimento, toma de
decisiones frente a situaciones de obstaculizacion de su trayectoria con la mano del usuario y
ejecucion de la tarea de alimentacion, llegando hasta el punto de contacto. Para esto se emplean
técnicas de inteligencia artificial basadas en aprendizaje profundo, asi como el uso de una
camara RGB-D encargada de capturar la informacion del entorno, con el fin de que pueda ser
procesada para realizar la asistencia. Para la deteccion de los estados de la boca, para saber si el
usuario se encuentra masticando o esperando comida, se utilizé una red neuronal con gran
memoria a corto plazo, obteniendo un 99.3% de exactitud. El reconocimiento de existencia o no
de alimentos en el plato, se efectu6 con una red neuronal convolucional, la cual alcanzd un
desempefio del 98.7%. En cuanto a la deteccidon de obstaculos, se define la mano del usuario
como el obstaculo, el cual es reconocido y localizado por medio de una red neuronal
convolucional basada en regiones, logrando obtener un 77.4% de precision en la intercepcion
sobre la union media de la localizacion de los recuadros sobre los originales. Con las
funcionalidades implementadas, se crea una interfaz de usuario en donde todos los algoritmos
son acoplados dentro de un solo sistema, para generar la tarea de asistir a un usuario en su
alimentacion. La emulacion de esta se realiza por medio de la interaccion del entorno real, en
donde el usuario se encuentra, y un entorno simulado, donde el robot va a realizar los
movimientos, pasando la informacion tridimensional real de las situaciones presentadas al
entorno simulado. Con esto, se realizan pruebas de funcionamiento del sistema, logrando
evidenciar un desempefio alto de cada una de las funciones dentro de 3 variaciones del entorno
real, alterando principalmente la iluminacién, desde una baja calidad de iluminacion hasta una
con mucho brillo.

Palabras clave: Alimentacion Asistida, Aprendizaje Profundo, Red Neuronal

Convolucional, Punto de contacto hombre-méaquina, Red neuronal con memoria.

Vi



Abstract

The present work outlines the implementation of an algorithm for the control of a robot

assistant, which focuses on assisted feeding. The algorithm applied to the robot has 3
fundamental pillars for its operation: detection of existence or not of food, decision making in the
face of situations of obstruction of its trajectory with the user’s hand and execution of the feeding
task reaching the point of contact. For this, artificial intelligence techniques based on deep
learning are used, as well as the use of a RGB-D camera in charge of capturing information from
the environment, so that it can be processed to perform assistance. For the detection of the states
of the mouth, to know if the user is chewing or waiting for food, a neuronal network with long
short-term memory was used, obtaining a 99.3% accuracy in its validation tests. The recognition
of the existence or not of food in the dish, was made with a convolutional neuronal network,
which reached a performance of 98.7%. Regarding the detection of obstacles, the user's hand is
defined as the obstacle, which is recognized and localized by means of a convolutional neural
network based on regions, achieving a 77.4% mean precision in the interception over union of
the location of the estimated boxes against the original (or labeled) ones. With the functionalities
implemented, a graphic user interface is created in which all the algorithms are coupled within a
single system, to generate the task of assisting a user in their feeding. The emulation of this task
is done through the interaction of the real environment, where the user is, and a simulated
environment, where the robot will perform the movements, passing the real three-dimensional
information of the situations presented to the simulated environment. With this, the system's
performance tests are carried out, demonstrating a high performance of each of the functions
within 3 variations of the real environment, altering the lighting, ranging from a low quality of
lighting to a bright one.

Key words: Feeding Assistance, Deep Learning, Convolutional Neural Network, Human-
Machine contact point, Neural network with memory.
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Capitulo 1 Introduccion

I_a inteligencia artificial (Al de sus siglas en inglés) ha sido uno de los grandes motores de

evolucion de los sistemas autonomos y de diversas aplicaciones en grandes campos del
conocimiento humano, en gran parte debido a la diversificacién de métodos y técnicas que se han
desarrollado y han aparecido de forma exponencial en los Gltimos afios. La Al puede ser usada
desde la ejecucion de tareas simples como en la limpieza de los hogares u oficinas, ayudando en
las labores cotidianas [1] hasta en campos mucho més especializados, como lo es la medicina, en
donde, por citar un ejemplo, se usan maquinas de vector soporte (SVM) para seleccionar genes
para la clasificacion del cancer [2].

Dentro de la Al existe gran variedad de ramas, y una de ellas que es de suma importancia es el
Aprendizaje de Maquina o Machine Learning, el cual, en general, simula las capacidades de
aprendizaje del cerebro humano usando modelos matematicos basados en estadistica y
probabilidad [3] o del comportamiento animal en grupos. Tanto la Al como el aprendizaje de
maquina poseen ramas de aplicacion, este Gltimo también desprende gran cantidad de sub-ramas,
dentro de las que se encuentran técnicas como los algoritmos genéticos [4], los basados en
comportamiento de grupos como la colonia de abejas [5], las maquinas de vector soporte (SVM)
[6] o las bien conocidas redes neuronales artificiales [7]. Estas ultimas son bastante empleadas,
sin embargo, debido al incremento en la complejidad de desarrollos y aplicaciones que se van
explorando, otras sub-ramas han aparecido, en donde se combinan no solamente técnicas de Al,
sino también la optimizacion, dando paso a la aparicion del Aprendizaje Profundo o Deep
Learning (DL) [8], cuyas técnicas tienden tanto a ser mas complejas como robustas, logrando
abstracciones de alto nivel en datos.

En general, el DL se enfoca en el reconocimiento de patrones dentro de un conjunto de datos, sea
vectorial o matricial, por lo cual, se han implementado diferentes métodos segun el tipo de
entrada y tarea que se quiera desarrollar, de los cuales, los mas reconocidos son las redes de
creencia profunda (DBN) [9], redes neuronales recurrentes profundas (RNN) [10] y las redes
neuronales convolucionales (CNN) [11], que generalmente, son redes de multiples capas con
mayor capacidad de aprendizaje. Estas redes han demostrado un alto nivel de desempefio, el cual
ha ido incrementando con el pasar del tiempo, logrando pasar de reconocer escritura a mano
alzada [12] a reconocer hasta 1000 diferentes categorias u objetos [13] con un alto grado de
exactitud. Por tal motivo, su uso se ha extendido a diferentes campos, dentro de las que se
encuentra la interaccion hombre-maquina, sin embargo, esta interaccion es comunmente
realizada de forma tal que no haya un contacto directo con el robot, sino que su punto de
contacto sea distante con respecto al usuario con quien interactia, como en el desarrollo



presentado en [14], donde un robot, por medio de DL, interactGa en un juego de preguntas y
respuestas con un nifio.

Por otro lado, la interaccion hombre-maquina ha pasado de ser algo netamente industrial a
adentrarse a lo social, en donde se encuentran diferentes enfoques de los cuales se encuentra la
robotica asistencial, que en términos generales, es la ayuda a personas en diferentes tareas o
labores, sean fisicas o cognitivas [15]. La roboética asistencial se puede enfocar a diferentes tipos
de cuidados, ya sea segun el tipo de tarea, como los usados en terapia, ayuda emocional, labores
de diario vivir, etc., 0 segun el tipo de persona a quien presta el servicio, sean adultos mayores,
personas enfermas, entre otros [16]. Una de las tareas en las que la roboética asistencial cobra
fuerza, es en la alimentacion asistida, sin embargo, aunque existen diferentes asistentes de este
tipo en el mercado [17], estos carecen de un sistema de visién de maquina, es decir, de un
sistema que le permita ver qué pasa en su entorno, que a su vez limita la capacidad de autonomia
del robot, por ejemplo, el tomar decisiones frente a situaciones variables, como la presencia de
un obstaculo en su trayectoria 0 que la persona cubra su boca para no recibir el alimento.

Frente a esta problematica, se busca implementar un algoritmo capaz de darle mayor autonomia
a un robot asistencial enfocado a la alimentacion, de forma tal que pueda tomar decisiones
basicas dependiendo que se presenten situaciones como las del ejemplo mencionado, logrando
efectuar la tarea de alimentar o cancelar su ejecucién segln se requiera. Para alcanzar esta meta,
se propone agregar un sistema de vision de maquina por medio de una camara RGB-D a un
brazo antropomorfico para que, en conjunto con la aplicacion de técnicas de Deep Learning tales
como RNN o CNN, pueda efectuar 3 diferentes funciones, las cuales son: detectar si hay o no
comida, ser capaz de detectar la presencia de un obstaculo reaccionando ante la presencia de
éste, y verificar los estados de la boca para saber si el usuario requiere mas comida o aun esta
procesando la anterior recibida, para lograr una correcta ejecucion de la tarea.

Este avance en los asistentes robdticos para la alimentacion, permitira aumentar el grado de
autonomia presente en el estado del arte, incluso, permitiendo extender su desarrollo a otro tipo
de tareas asistenciales. Asimismo, se incursiona en la integracion del DL en la robdtica
asistencial para mejorar la interaccion en el punto de contacto entre el usuario y la maquina.

A continuacién, se presentan los detalles de dieron lugar al desarrollo del presente trabajo de
opcién de grado, donde se establece una problematica a solucionar, la justificacion de la
realizacion del proyecto, los objetivos general y especificos, la delimitacién, las variables, la
hipdtesis, los antecedentes, el marco teorico, las etapas metodoldgicas del desarrollo, las pruebas
a realizar para la validacion de resultados, una aproximacion presupuestal y temporal del
proyecto, y los resultados esperados al final del proyecto.



1.1. Planteamiento del problema

En la actualidad, las técnicas de Deep Learning estan empezando a ser utilizadas en desarrollos

enfocados a la interaccidn hombre-maquina gracias a su gran desempefio en el reconocimiento
de patrones, y esta siendo combinada con técnicas de vision artificial, como ejemplo de
aplicacion se tienen agentes moviles que efectian acciones por medio de gestos de la mano
efectuados por un usuario, haciendo uso de vision de méquina y CNNs [18]. Sin embargo, la
interaccion normalmente es efectuada a distancia, es decir, no hay una interaccion directa de
contacto entre el agente controlado y quien lo controla. Basado en esto, es posible avanzar
mediante la aplicacion del DL, en tareas en las cuales exista un punto de contacto directo entre el
hombre y la maquina, de igual forma, otorgando la oportunidad de ser implementado en el &rea
de asistencia robotica.

En general, la robdtica asistencial estd principalmente dirigida al cuidado de adultos mayores,
siendo esencialmente empleada para proporcionar acompafiamiento y ayuda en determinadas
actividades fisicas basicas, sobre todo para la movilidad [19], y en tareas simples, tales como
sostener objetos o abrir cajones. Sin embargo, existe otro grupo que también podria requerir de
diferentes ayudas en sus labores cotidianas basicas, el cual corresponde a las personas con alguna
condicion de discapacidad, en especial personas con algun tipo de problema locomotor causados
por accidentes o enfermedades de degradaciéon muscular [20]. Este grupo de personas
comUnmente no son capaces de realizar tareas cotidianas basicas, tal como la manipulacion de
objetos pesados 0 pequefios con las manos, ocasionando la dependencia de otra persona para
realizarlas, teniendo como ejemplo la alimentacién, donde, al ser dificil de poder manejar los
cubiertos de forma adecuada, requieren de una persona que los asista para poder recibir el
alimento.

Adentrandose al tema de la asistencia para alimentacion, diversos dispositivos ya se encuentran
en el mercado. Un ejemplo de éstos es el Meal Buddy Robotic Assistive Feeder [21], el cual es un
brazo robdético que, por medio de un control via joystick o por medio de un botdn, asiste a una
persona para recibir la comida que se encuentra en 3 diferentes tazas. Sin embargo, estos
asistentes carecen de un sistema de vision que permita localizar al usuario, lo que condiciona que
la entrega de la comida sea en una posicion determinada haciendo que el usuario necesite
efectuar un movimiento hacia donde va a recibirla, asimismo, carece de un verdadero sistema
autonomo que le permita al robot tomar decisiones en situaciones donde haya un elemento que
no le permita llegar al punto de entrega de la comida, o le permita saber si el usuario ya termino
de ingerir y requiere de mas comida.

Teniendo en cuenta esto, se establece la pregunta (Como implementar un sistema de comando
robotico usando técnicas de Deep Learning, de forma tal que un asistente robotico pueda actuar
de forma autonoma para efectuar la tarea de alimentacién de una persona?



1.2. Justificacion

G lobalmente, existe un enorme numero de personas con algun tipo de discapacidad locomotora

asi como de adultos mayores que requieren de una persona que los asista 0 un cuidador. En
cuanto al entorno nacional, en Colombia, segun el Ministerio de Salud, se encuentran registradas
cerca de 1.3422.222 personas con alguna discapacidad en el Registro de Localizacion y
Caracterizacion de Personas con Discapacidad (RLCPD) para el afio 2017, dentro de las que
257.572 personas (19.19% aproximadamente) indica que no puede llevar, mover o utilizar
objetos con la mano, mientras que 140.933 (10,50%) indica que no puede alimentarse, asearse o
vestirse por cuenta propia [22]. Por tal motivo, estas personas precisan de una persona que las
asista para efectuar estas tareas, en especial el poderse alimentar por si mismos, por lo que
pierden parte de su independencia en su diario vivir. Por otro lado, existe un tema que se trata
muy rara vez, el cual es la situacion emocional en la que se encuentra el cuidador sea bien de
adultos mayores o personas en condicién de discapacidad, ya que, debido al constante contacto y
tipo de manejo que las personas en situacion de discapacidad necesitan, pueden tener una curva
de estrés que no solo afectaria su desempefio y paciencia a la hora de asistir, sino también
desencadenar enfermedades [23][24].

En cuanto a la robética asistencial para alimentacion, tal como se mencioné en la formulacion
del problema, los desarrollos que actualmente hay en el mercado, no tienen un sistema que
permita al robot actuar de forma auténoma, ademas que requieren un control directo por parte del
usuario, sea por medio de un joystick o botones, lo cual, para una persona que tenga una paralisis
total en los miembros superiores (brazos) o problemas como Parkinson o similares, no le
permitiria manejar por si misma al asistente robdtico, y requeriria de igual forma una persona
para que lo controle.

Por estas razones, se propone la elaboracion de un algoritmo que faculte a un robot asistencial de
tipo manipulador antropomorfico, el poder ejecutar un grupo de tareas de asistencia para la
alimentacion de personas de forma auténoma, permitiendo asi a las personas que no pueden
realizar dicha tarea por si mismas el tener un mayor grado de independencia. Asimismo, teniendo
la posibilidad de usar técnicas de DL en el algoritmo, el robot asistencial sera capaz de tomar
decisiones frente a situaciones donde haya obstaculos que eviten que realice la tarea, asi como
tomar decisiones segun las acciones del usuario, logrando una mejor interaccion en el punto de
contacto entre la persona y el robot.

Adicionalmente, se espera ampliar la posibilidad de incrementar la independencia de las
personas mayores o0 en condicion de discapacidad, o de otorgar un soporte a los cuidadores en
una de las tareas de asistencia que éstos realizan, teniendo en cuenta que en Colombia
actualmente no se encuentra o existe un robot asistencial que realice esta tarea.



1.3.

Objetivos

1.3.1.0bjetivo General

Disenar, implementar y validar un algoritmo de operacion, mediante técnicas de vision de
maquina e inteligencia artificial, para un robot asistencial autonomo enfocado a la
alimentacion en un entorno de aplicacion real.

1.3.2.0bjetivos Especificos

Realizar un andlisis detallado del estado del arte de las técnicas de inteligencia artificial
basadas en Deep Learning, para identificar las mas adecuadas que se puedan aplicar en
las funciones de reconocimiento del entorno de un robot asistencial.

Construir las bases de datos requeridas que permitan efectuar un entrenamiento correcto
de las técnicas a usar en las funciones basicas de accion del robot, tales como localizar la
boca de la persona y generar una reaccion ante la presencia de obstaculos.

Disefar un algoritmo para el reconocimiento de la boca y los diferentes estados que, de la
misma, deriven en una accion del asistente robotico.

Implementar un algoritmo de identificacion de alimentos que permita reconocer la
ubicacion de al menos 4 diferentes grupos de alimentos en un plato.

Desarrollar un algoritmo que permita identificar obstaculos y reaccionar ante situaciones
de obstaculizacién que intercepten la trayectoria del asistente robético en la tarea de
alimentacion.

Realizar el acople de los diferentes algoritmos de forma tal que un manipulador robético
pueda ejecutar tareas de asistencia para alimentacion.

Validar el funcionamiento del algoritmo acoplado por medio de pruebas de desempefio.



1.4. Presentacion del documento

Este trabajo se encuentra dividido en 6 secciones, en donde en la presente seccion se hace una

introduccidn al trabajo desarrollado, describiendo la problematica, justificacion y los objetivos a
alcanzar. La seccion 2 presenta los antecedentes del aprendizaje profundo y la robotica
asistencia, asi como el estado del arte. En la seccion 3, se profundiza sobre los principales ejes de
desarrollo del trabajo en cuanto a su eje tedrico, siendo este las técnicas del aprendizaje profundo
a utilizar, como las redes neuronales convolucionales y redes neuronales recurrentes, y la
robotica asistencial. La seccion 4 describe los materiales y métodos. En la seccion 5, se muestra
el desarrollo del trabajo, dividiéndose entre las 3 funciones principales, las cuales son el
reconocimiento de alimentos, localizacion de obstaculos y reaccion ante la presencia de éstos, y
los estados de la boca, adicionando el acople y pruebas de funcionamiento de los algoritmos
implementados. Finalmente, la seccion 6, se dan las conclusiones alcanzadas.



Capitulo 2 Antecedentes y Estado del Arte

2.1. Deep Learning

Dentro del marco de usos de Deep Learning, se han desarrollado diversas aplicaciones

dependiendo del tipo de técnica empleada, sin embargo, en general los enfoques se centran
principalmente en el reconocimiento y clasificacion de patrones tanto en sefiales y datos como en
imagenes. Un ejemplo de esto se encuentra con las Redes de Creencia Profunda (DBN), las
cuales han sido implementadas en campos como la medicina, en ejemplos como la clasificacion
de cancer de mama usando datos obtenidos por exdmenes con biopsia, obteniendo un 99,68% de
exactitud en la clasificacion [25]. Otro desarrollo se muestra en [26], donde usando sefiales EEG
se entrena una Red de creencia profunda para clasificar emociones positivas y negativas de las
personas, logrando hasta un 87,62% de precision.

Con respecto a las maquinas de soporte vectorial (SVM), éstas han tenido un amplio campo de
aplicacion, como se puede apreciar en [27], donde son utilizadas para predecir la radiacion solar
horizontal global usando 3 parametros meteorologicos, o en [28], en donde se emplea para
predicciones de deslizamientos de tierra por medio de 14 pardmetros o factores de condicion de
la misma, alcanzando una exactitud del 88,8%. Por otra parte, las SVM han sido usadas en la
clasificacion de patrones extraidos de sefiales electromiograficas de superficies (EMG), para la
deteccidn de movimientos de flexion y extension en el miembro superior, obteniendo exactitudes
del orden del 99% [29].

La Unica limitacion de estas dos técnicas yace en que su entrada debe ser vectores, sin embargo,
hay otros métodos dentro del DL que permite el uso de arreglos matriciales, incluso arreglos
volumétricos, dentro de los cuales, el mas destacado son las Redes Neuronales Convolucionales
[11], las cuales han ido evolucionando exponencialmente, no solo en su &rea de aplicacion, sino
en su arquitectura.

Desde su introduccién en 1989, las CNN fueron usadas para reconocer escritura a mano alzada
[12], no obstante, por su gran desempefio, se empezaron a emplear en reconocimiento de
patrones en iméagenes estaticas, dando paso a la aparicion de una de las arquitecturas mas
robustas creada llamada AlexNet [13] en el 2012, que obtuvo un 37,5% de error en la
clasificacion de 1000 diferentes categorias de imagenes de la base de datos ImageNet, el mas
bajo alcanzado en ese afio. Gracias a esto, se empezaron a crear arquitecturas mas complejas y
robustas, y a ser aplicadas en otro tipo de areas. Actualmente, las CNN son usadas en diversas
aplicaciones, como en reconocimiento del habla, como el mostrado en [30], donde se



implement6 una CNN profunda para reconocer 6 idiomas, obteniendo un WER (error de palabra)
del 11.8%, un porcentaje de error bajo para la robustez de la aplicacion.

Dentro de las aplicaciones en vision de maquina, se encuentran desarrollos como el
reconocimiento de gestos de la mano [31][32], identificacion rostros [33], analisis de imagenes
médicas [34], entre otras. Una arquitectura mas robusta trabajada actualmente es referente a la
localizacion de objetos por medio de regiones de interés (Rol), cuyos desarrollos empezaron en
el afio 2014 con una CNN combinada con algoritmos de identificacion de regiones [35] a la cual
se le llam6 R-CNN, pero debido a su tiempo de procesamiento, el cual podia ir desde 2 segundos
para localizar una mano [36] hasta 40 segundos para imégenes grandes, esta red no era muy
versatil, por tal motivo, se avanzo en el tema de localizacion, llegando hasta una de las técnicas
mas rapidas y precisas, denominada Faster R-CNN [37], reduciendo los tiempos de
procesamiento a menos de 100 ms gracias a su arquitectura compartida con redes de proposicion
de regiones (RPN o regién proposal networks).

Por otro lado, también se comenzaron a explorar la aplicacion de este tipo de redes en la
segmentacion semantica, la cual es la localizacion de los diferentes pixeles que componen un
objeto dentro de una imagen. Para esto, se desarrollé una arquitectura nueva llamada SegNet
[61], la cual consiste en una red neuronal convolucional tipo encoder-decorder, es decir, consta
de un codificador compuesto de capas convolucionales, el cual se conecta en su final a un
decodificador, el cual tiene la misma configuracion que el codificador pero ubicado en forma de
espejo. Este tipo de arquitectura permite obtener una imagen de salida, la cual es la méscara o
segmentacion de los objetos a reconocer de la imagen original. Con este tipo de redes, se han
abarcado desarrollos enfocados a la deteccion de peatones [62], o incluso a la creacion de
arquitecturas dedicadas, como la U-Net [63], que es enfocada a la segmentacion de imagenes
biomédicas para deteccion de cancer, por ejemplo.

Una de las arquitecturas mas robustas desarrolladas actualmente, se le conoce como Mask R-
CNN [38], la cual consiste en una red neuronal convolucional que combina las configuraciones
de las encoder-decorder, junto con la Faster R-CNN, teniendo una red capaz de reconocer,
localizar y segmentar un objeto (ver Figura 1).

Teniendo en cuenta la evolucion y versatilidad que presentan las técnicas de DL, éstas tienen una
gran oportunidad de ser aplicadas a entornos dinamicos donde haya una interaccion directa con
las personas, dentro de las cuales estan las tareas de asistencia robotica, en donde el punto de
contacto hombre-maquina puede ser comandado por estas técnicas.
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Figura 1: Arquitectura de la Mask R-CNN.
Fuente: https://medium.com/@alittlepain833/

2.2. Roboética asistencial

Abarcando la robdtica asistencial, y con el auge del Internet de las cosas (1oT) [39], diversos

desarrollos han aparecido, sobre todo para tareas del hogar. En [40] se describen varios ejemplos
de asistencia robdtica referentes a limpieza y cuidado del hogar, tal como aspiradoras autbnomas
con sistema de navegacion [2] o robots acompafiantes, como el Nao presentado en [41]. Sin
embargo, la robdtica asistencial también se ha involucrado en el bienestar de las personas, como
lo indica [40], donde se muestran trabajos que van desde asistentes que incluyen brazos robéticos
[42], hasta robots complejos que ayudan a las personas en tareas domésticas, dentro de los que se
encuentra el Care-O-bot [43], el cual no solo se enfoca en la asistencia, sino en la interaccion
emocional con el usuario. Este robot ha tenido una evolucion constante desde su primer concepto
en 1998, ha avanzado hasta llegar a su ultima version, la namero 4, mostrada en la Figura 2,
llegando a interactuar no solamente por medio de comandos, sino también por gestos,
expresiones faciales, poses o posturas del robot, y adaptabilidad segun el entorno.

Figura 2: Care-O-bot 4. [43]



Robots Asistentes para alimentacion

Las tareas de asistencia para el bienestar de la gente pueden ser divididas en diferentes ramas,
entre las que se encuentra la asistencia para la alimentacion de personas. Esta rama también ha
sido abarcada por la robdtica, generando desarrollos que incluso estan actualmente disponibles
en el mercado, los cuales son:

(2) Obi [44] (b) My Spoon [45] () Bestic [46] (d) Buddy [21]
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Obi Robot [44] (Figura 3.a), el cual posee cierto grado de autonomia, gracias a sus
opciones de cambio de plato segun el usuario lo requiera y la disminucién del riesgo de
dafio por colision, ya que al haber un cambio de fuerza en su movimiento, el robot para y
se devuelve para mitigar la fuerza en la colisién. Actualmente el robot cuesta
USD#$5,950.

My Spoon [45] (Figura 3.b), aunque tiene un parecido en disefio al Obi, no posee
sensores de seguridad, sin embargo, permite maniobrar el robot por medio de 2 diferentes
dispositivos, los cuales son joystick y botones. Adicionalmente, puede manejarse de
forma manual, semi-automatica y automatica, permitiendo acoplarse a la dificultad del
usuario en el manejo de los controles.

Bestic Arm [46] (Figura 3.c) es un brazo mucho mas basico, puesto que es controlado
por dos botones o un control circular de 5 botones, y no posee sensores que le permitan
mitigar los dafios ocasionados por colision. Este tiene un costo aproximado de
USD$3,900.

Meal Buddy Robotic Assistive Feeder [21] (Figura 3.d) es un brazo que puede ser
programado para ejecutar una trayectoria, aunque puede ser manejado de forma manual.
Permite obtener comida de 3 diferentes tazas. Carece de sensorica de seguridad, ya que se
basa principalmente en la trayectoria que se le programe. Puede llegar a valer hasta
USD$3,535.
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Figura 3: Robots asistencias actuales.

En general, son brazos roboticos que ayudan a las personas a alimentarse, sin embargo, estos
robots no son auténomos, es decir, para poder ser controlados, el usuario necesita usar un
joystick o botones para que el robot ejecute la tarea, adicional a esto, el manipulador no llega a
un punto de contacto, por lo que la persona necesita efectuar un movimiento con el cuerpo o
cabeza para llegar hasta la comida.
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Por otro lado, un trabajo mas avanzado que los comercialmente disponibles se presenta en [47],
donde se implemento un asistente robdtico semi-autonomo que, adicional a la tarea de alimentar,
detecta anomalias en las personas que alimenta por medio de técnicas como los SVM, haciendo
que la interaccion sea més acorde al tipo de enfermedad que padezca, no obstante, el usuario ain
requiere manejar una interfaz para indicarle al robot la accion a ejecutar. Este robot posee un
sistema de mitigacion de colisiones por medio de sensorica tipo téctil en el brazo, de forma tal
que cualquier contacto con el brazo generard un cambio en estos sensores, haciendo que el brazo
evite seguir avanzando. Por otro lado, se hace uso de una cdmara RGB-D ubicada directamente
en el brazo, de forma tal que, con los canales de profundidad, se hace una estimacion de la
posicion de la boca del usuario. Esto permite observar que las camaras de profundidad en el area
de alimentacion robotica asistida ya han comenzado a ser usadas. Sin embargo, debido a su
tamario y enfoque final de deteccion de anomalias, este robot no es comercializado.
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Capitulo 3 Marco Teorico

A continuacidn, se establece un marco tedrico que abarca las bases del desarrollo del proyecto

con el fin otorgar un soporte con respecto a los topicos tratados éste. De forma general, se
consideran los temas de vision de maquina, deteccidn y reconocimiento de objetos en ambientes
no estructurados, y la robdtica asistencial.

3.1. Vision de maquina

Para que un robot o maquinas en general pueda interactuar con su entorno, requiere de

diferentes tipos de sensores que le permitan saber que ocurre a su alrededor. Normalmente, estos
sensores emulan los 5 sentidos que los seres vivos tienen, de forma tal que el robot puede
adquirir informacién por diferentes medios segun lo requiera. Uno de estos medios es la vision,
en donde las maquinas “ven” lo que ocurre en su entorno de trabajo por medio de imagenes,
generalmente tomadas a través de una camara, que son procesadas de forma automatica,
reportandole al sistema que hay en la imagen [48]. A este proceso se le llama visién de maquina,
el cual puede estar orientado a enfocarse a un objeto o a todo el entorno [49]. Generalmente, un
sistema de vision de maquina esta dividido en 4 etapas (ver Figura 4), donde en primer lugar, se
adquiere la informacion del entorno para luego ser digitalizada en un sistema de computo.
Seguido a esto, a la imagen se le hace un preprocesamiento o andlisis para eliminar cualquier
tipo de ruido que la imagen pueda tener y una segmentacion para encontrar las regiones de
interés (Rol) que se necesiten para el proceso. También se puede realizar una extracciéon de
caracteristicas por medio de andlisis geométricos, mediciones, etc. Finalmente, la imagen pasa a
la ultima etapa, dentro de la cual se realiza el reconocimiento o clasificacion del elemento de
interés o entorno [48].

Entorno — Adquisicion —> Digitalizacion — Preprocesamiento — Reconocimiento

Figura 4: Etapas de un Sistema de Vision de Maquina. [50]

Para el desarrollo de la uUltima etapa que es el reconocimiento, diversas técnicas se han
implementado haciendo uso de modelos matematicos a través del analisis de geometrias o
indices presentes en la imagen, o adentrandose al uso de la inteligencia artificial. Dentro de los
analisis matematicos, se encuentra el uso de indices de color, por ejemplo para clasificar frutas
[51], o de modelos de identificacion de siluetas, usado para reconocer gestos de manos [52]. En
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la inteligencia artificial existen una gran variedad de métodos empleados para realizar la etapa de
reconocimiento, sin embargo, en la Gltima década, las técnicas de Deep Learning han
demostrado tener una alta capacidad en el reconocimiento de patrones dentro de las imagenes,
principalmente las redes neuronales convolucionales, las cuales, con sus arquitecturas méas
robustas, han logrado superar el desempefio del ser humano [53], por tal motivo, actualmente son
una de las principales técnicas usadas en esta etapa.

3.2. Deep Learning

3.2.1.Redes Neuronales Convolucionales

Las CNN son redes neuronales multicapa que, a diferencia de las redes neuronales

convencionales que usa neuronas individuales de aprendizaje, usan arreglos de filtros encargados
de extraer caracteristicas de una imagen con el fin de aprender patrones y detalles de ésta [18].
Una de las caracteristicas mas importantes de las CNN, es la gran cantidad de arquitecturas que
se pueden construir, ya que estas redes tienen diversos tipos de capas que se pueden combinar,
asi como la variacion de los hiperparametros de cada capa (ver Figura 5), i.e. de la
configuracién de los filtros, los cuales son:

e Anchoy alto del filtro (F): Definen el tamafio del filtro, y es definido dependiendo de qué
tan especifico o detallado son los patrones que se desean aprender.

e Stride 0 paso (S): Es la distancia de desplazamiento (en pixeles) que recorre el filtro cada
vez que se mueve horizontal y verticalmente. Se debe tener en cuenta que este no debe
ser mayor al tamafio del filtro, pues si esto ocurre, habrén pixeles que no seran tenidos en
cuenta y se perdera informacion.

e Padding (P): O rellenado de ceros, es la ubicacion de ceros a las orillas de la imagen o
volumen de entrada de la capa. Este se utiliza principalmente para aprender
caracteristicas que se encuentran a las orillas de la imagen, pues si no se usa, el filtro
pasara menor cantidad de veces por la orilla. El padding debe ser menor que el tamafio
del filtro, pues colocar un padding igual o mayor, seria hacer pasar el filtro por una
seccion sin informacién relevante.

e Kernel (K): Es la cantidad de filtros que la capa va usar para realizar el procesamiento del
volumen de entrada.

e Profundidad (D): Son la cantidad de canales del volumen de entrada a la capa, es decir, si
la imagen que entra a la primera capa es RGB, esta tendra 3 canales. Para las capas
posteriores, la profundidad del volumen de entrada es la cantidad de filtros usados (K) en
la capa anterior.
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Figura 5: Hiperparametros de una capa.
Fuente: Mathworks.

Salida

Teniendo en cuenta esto, se debe verificar que el volumen o imagen de salida de cada capa sea
un namero entero, ya que si no lo es, habrd pérdida de informacién porque los pixeles son
enteros. Para su célculo, se utiliza las siguientes ecuaciones 1y 2.

W, — E, + 2P,
Wypq = — S” T +1
n
H, — F, + 2P,
Hyp = ————+1
n

1)

()

Donde W y H son el ancho y alto del volumen de entrada, F el tamafio del filtro, P el padding, S
el stride, y n el nmero de la capa actual.

En cuanto a las capas de una CNN, se pueden encontrar muchos tipos, con diferentes funciones
que pueden ayudar a mejorar el desempefio de la red segln su aplicacion, sin embargo, hay 5
capas que normalmente se encuentran en una CNN, las cuales son [13][54]:

K

O =) xixw

k=1

Convolucién: Es la capa encargada de extraer y aprender los patrones y caracteristicas de
la imagen. Béasicamente, esta capa aplica un filtro de convolucién w,, que en este caso
son los pesos aprendidos en la capa actual, en el volumen de entada x;, con el cual se
obtiene el nuevo volumen que pasa a la siguiente capa, tal como se describe con la
ecuacion 3. El valor de K depende de la profundidad del volumen de entrada, que en el
caso de ser la imagen de entrada, seria K = 3 para una imagen en formato RGB. Un
ejemplo de esta operacion se muestra en la Figura 6, con un volumen de entrada de
tamafio 5x5 y un filtro de tamafio 3x3 con paso de 1.

)
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Figura 6: Ejemplo de la operacién de convolucion. [77]

Rectified Linear Unit (ReLU): Es la capa de activacion de la convolucién, cuya funcion
es hacer un barrido de todo valor negativo que tenga el volumen de salida de la capa
anterior, llevandolos a un valor igual a 0, con el fin de mantener la imagen con valores
positivos. Dicha operacion se describe con la ecuacién 4.

f(x) = max(0,x;4) (4)

Pooling: Su funcion es realizar una reduccion del volumen de entrada a cada capa con el
fin de disminuir el costo computacional requerido por la red, y aumentar su tiempo de
procesamiento. Principalmente se usa el denominado MaxPooling, el cual se define por la
ecuacioén 5, siendo x la matriz que se conforma por los valores actuales de la ventana
deslizante que pasa por el volumen de entrada en las posiciones (i, j) en el canal d. Esto
se ilustra en la Figura 7.

f(x) = max(x;  4) (5)
B2 5T 1[2]3
25l o= 2|3l —=
_ 65| 4 51| 4
X1,1 f(x1,1) X1,2 f(xl,z)

Figura 7: Ejemplo de MaxPooling. [64]

Fully Connected: La cual permite tener un mayor aprendizaje de la combinacion de las
caracteristicas y aumentando la velocidad de dicho aprendizaje [55]. Basicamente, esta
capa actlia como un arreglo de filtros de convolucion de tamafio 1.

SoftMax: Se encarga de convertir un vector de numeros reales en un vector de
probabilidades con valores entre 0 y 1, donde cada probabilidad representa el grado de
pertenencia de la imagen de entrada con cada una de las categorias entrenadas, en otras
palabras, convirtiendo el resultado de dicha capa en un valor probabilistico que permite
efectuar la clasificacion. El modelo matematico se define en la ecuacion 6, donde x;, es el
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vector de entrada, el cual es la salida de la Gltima capa de la red, y k es la cantidad de
datos dentro del vector.

Xk

k
yr(x)zk—exn, donde 0<y,<1 & Zynzl (6)

n=1 n=1

Otras capas usadas en las CNN son el Dropout [56], que ayuda a reducir el sobre entrenamiento
de la red por medio de la desconexion aleatoria de neuronas de una capa, el Batch Normalization
[57], que se usa para reducir el desplazamiento covariable interno, es decir, ayuda a corregir el
corrimiento causado cuando la distribucién de la salida cambia cuando la red actualiza sus pesos,
lo hace blanqueando datos o blanqueando activaciones internas que se ven en las capas
superiores, entre otras.

Una arquitectura basica de una CNN se muestra en la Figura 8.

C3:f. maps 16@10x10
INPUT C1: feature maps S4: f. maps 16@5x5

6@28x28
32x32 20 S2: f. maps

C5: layer :
120 F6: layer

OUTPUT
84 10

|
| [ Fullcoanection | Gaussian connections

Convolutions Subsampling Convolutions  Subsampling Full connection
Figura 8: Estructura basica de una CNN. [58]

Por otro lado, los pesos de las capas de convolucién deben ser actualizados durante el
entrenamiento, lo cual es realizado en cada iteracion por un algoritmo de optimizacion. En las
CNN, normalmente se utilizan los denominados gradientes descendentes, que, segun su error
dependiendo de la salida esperada, actualiza los pesos propagandose de adelante hacia atrés. Para
las redes utilizadas en este trabajo, se utiliza el llamado Gradiente Descendente Estocéstico con
Momento, el cual hace uso de una funcion de pérdidas, es decir, que tanto le cuesta a la red la
equivocacion cometida, y adiciona un parametro de momento el cual ayuda a reducir la
oscilacion del descenso. Este se describe por medio de la ecuacion 7, en donde i es la iteracion
actual, w son los pesos de la respectiva iteracion, @« > 0 es el factor de aprendizaje o learning
rate, E(w;) es la funcion de pérdida, y 1 >y > 0 es un factor de contribucién de los pasos
anteriores [59][60].

Wirr = w; — aVEw;) +y(w; —w;_q) (7)
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3.2.2.Redes Neuronales Convolucionales Basadas en Regiones

Las redes CNN basadas en regiones (0 R-CNN) son basicamente redes neuronales

convolucionales las cuales son mejoradas usando un tipo de técnica, el cual se encarga de estimar
la posicion del objeto de interés [35], como por ejemplo el algoritmo de cajas de borde (0 Edge
Boxes) [65], el cual busca contornos conformados por orillas de objetos, los cuales forman
formas caracteristicas que permiten al algoritmo saber si tiene un grado de pertenencia o no. Sin
embargo, debido a la independencia de las dos fases de la técnica, en donde primero se ejecuta el
algoritmo de regiones y luego estas son ingresadas a la CNN (ver Figura 9), su tiempo de
procesamiento es muy alto, superando los 2 segundos en reconocer un objeto, lo cual la hace
poco eficiente para aplicaciones en tiempo real.

IMAGEN DE ENTRADA REGION PROPUESTA

ENT. CNN

64x64
Q ~- CNN Clasificacién

Figura 9: Diagrama de flujo de la R-CNN. [36]

Sin embargo, para mejorar los tiempos de respuesta de la red, se implementé una CNN con el
sistema de deteccidn integrado en esta, denominada Faster R-CNN [37], es decir, en vez de usar
un algoritmo de regiones independiente, se anclé una red denominada Red neuronal de
proposicion de regiones (RPN o Region Proposal Network), la cual es una red que toma una
imagen de entrada de cualquier tamafio, y da como salida un paquete de regiones rectangulares.
Una de las caracteristicas principales de ésta técnica, es que los pesos tanto de la CNN como de
la RPN se encuentran compartidos, haciéndola mas precisa en reconocer y ubicar el objeto. El
diagrama de flujo de la Faster R-CNN se muestra en la Figura 10, en donde entra una imagen, la
cual pasa por las capas de convolucion, pasando por la seccion de la RPN y llegando a las capas
totalmente conectadas, para finalmente obtener 2 salidas, una referente a la clasificacion de la
region y otra la cual es la region propuesta.
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Figura 10: Diagrama de flujo de la Faster R-CNN.

Para entrenar esta red neuronal, se deben realizar 4 etapas de entrenamiento. La primera etapa
consiste en entrenar la RPN. Seguido a esto, y con base en las regiones encontradas por la RPN,
se procede a entrenar la CNN. EIl tercer paso consiste en entrenar nuevamente la RPN, pero en
esta ocasion, compartird los pesos de las capas con los de la CNN anteriormente entrenada, lo
cual se puede usar como un ajuste fino de los pesos de la RPN. Finalmente, se reentrena la CNN
con los pesos compartidos de la RPN, realizando un ajuste fino sobre la CNN. Aunque
computacionalmente es costoso el entrenamiento, el tiempo de ejecucion de este tipo de red es
mas de 5 veces menor que el de su antecesora, la R-CNN.

3.2.3.Redes Neuronales Recurrentes con Gran Memoria a Corto
Plazo

Las redes neuronales recurrentes (RNN o Recurrent Neural Network) [66] son un tipo de red

capaz de aprender patrones de series temporales, teniendo en cuenta valores pasados dentro de la
informacidn, gracias a su conexion sobre la misma capa, lo que le permite mantener datos
anteriores (ver Figura 11.a). No obstante, la forma béasica de éstas posee un gran problema
llamado “Dependencias a largo plazo”, en donde la red, luego de cierta cantidad de pasos
temporales, ya no es capaz de aprender, haciendo que su error desaparezca o crezca [67]. Por
ejemplo, en la prediccion de escritura, el saber que palabra sigue en la frase “El cielo es de
color...”, no se requiere de saber sobre informacion anterior para saber que la siguiente palabra
es “azul”, sin embargo, para saber que palabra sigue en la frase “Yo viajaré en un...”, se necesita
conocer el contexto anterior para saber en qué vehiculo se esta viajando, ya que seria “Compre
un tiquete aéreo,... yo viajaré en un avion”, y se requiere saber que hay un tiquete aéreo para
relacionarlo con el vehiculo “avién”. La gran separacion de la informacion, hace que la red no
sea capaz de conectarla, haciendo que aparezca el problema de las dependencias.

Para solventar esta problematica, se implementd una variacion de la RNN, denominada red con
gran memoria a corto plazo (LSTM o Long Short-Term Memory) [68], las cuales son capaces de
aprender tedricamente hasta 1000 pasos de tiempo. La diferencia entra una RNN béasica y una
LSTM se encuentra en su estructura interna. Por ejemplo, una RNN puede tener solo una funcién
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de activacion (ver Figura 11.b), mientras que la parte interna de la LSTM es mucha mas
compleja y robusta (ver Figura 11.c), de forma tal que esta pueda recordar informacion pasada
por mucho mas tiempo.

@
6 @) ®) ()
P
% ?‘ Cffb >
A A m sbel,| A [

I | I

(2] (2] ) &
(b) (c)

1 0 — > <7
Capa de Red Operacidon Transferencia ., .

I\?eurznaf l}:jntfla? de vectores Concatenacion Copiar

Figura 11: (a) Estructura basica de una RNN y su forma expandida. (b) Arquitectura interna de
una RNN. (c) Arquitectura interna de una LSTM.
Fuente: https://colah.github.io/posts/2015-08-Understanding-LSTMs/

El nucleo de la estructura de la LSTM se denomina cell state, que es un camino que recorre toda
la estructura con leves cambios o interacciones con la estructura, manteniendo la informacién
casi sin modificar hasta el final. Esto se realiza con el fin de adicionar informacién necesaria a
esta linea de informacion en areas llamadas compuertas, compuestas por una funcién sigmoide y
un punto multiplicativo, permitiendo decidir qué tan importante es la informacion a dejar pasar.

La estructura interna de la LSTM se encuentra seccionada en 6 etapas principales (ver Figura
12), las cuales son:

e Capa de olvido: Es la encargada de decidir qué informacion pasa hacia la cell state, por
medio de una funcion sigmoide, en donde la variacién de paso va desde O (olvidar la
informacién) hasta 1 (mantener toda la informacion). Esta se describe por medio de la
ecuacion 8, siendo b el bias, o la funcion sigmoide, W los pesos, h;_, la salida de la capa
anterior, y x; la entrada de la capa anterior.
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Capa de compuerta de entrada: Es la encargada de decidir que valores son los que se
actualizaran, siendo descrita por la ecuacion 9.

Capa de activacion de tangente hiperbodlica: Esta crea un vector de nuevos valores
candidatos posibles a ser adicionados al cell state. Esta capa es descrita con la ecuacién
10. Esta es combinada con la capa de compuerta de entrada, con el fin de generar la
actualizacion.

Actualizacion del Cell State: Esta parte se realiza con las etapas anteriores, en donde el
estado anterior del cell state es multiplicado por el resultado de la capa de olvido, seguido
de la adicion de los valores de actualizacion. Esta es obtenida por medio de la ecuacién
11.

Capa de salida: Se compone por una funcién sigmoide, la cual sera la encargada de
decidir que partes del cell state se van a usar en la salida de la LSTM. La salida se obtiene
por medio de la ecuacion 12.

Salida filtrada de la LSTM: En esta etapa final, se usa la funcién de activacion de
tangente hiperbdlica para obligar a los resultados del cell state ir al rango entre [-1,1],
para luego ser multiplicada por el resultado de la capa de salida, obteniendo el vector
final de salida h, de la unidad LSTM. Esta es descrita por la ecuacion 13.

1
1
1
- i: 2
et Satida
I Sig. Capa
! Fr,‘

i
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Entrada
Capa Anterior

Figura 12: Detalles de la estructura interna de la LSTM.

ft = U(Wf [heo1, xe] + bf) (8)
ir = o(W; - [he—y, xc] + by) 9)
C, = tanh(W, - [he_q, %] + bc) (10)
Co=fo*Cg +ig*Cy (11)

0 = oW, - [he—1, x¢] + by) (12)
h; = o; * tanh(C;) (13)
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3.3. Robdbtica Asistencial

La robotica asistencial estd enfocada en prestar uno o varios servicios a las personas. En un

principio, la robdtica asistencial se encontraba dividida en 3 categorias: para servicio, para
asistencia fisica y para transporte [40], sin embargo, actualmente se pueden encontrar una
clasificacion mas amplia, no solamente definiéndola por la tarea a realizar, sino también segun
hacia quien va dirigida.

Los robots pueden ser elaborados exclusivamente para ayudar a un tipo especial de persona.
Segun esto, su clasificacion se divide en [16]:

e Ancianos: Su funcionamiento esta principalmente dirigido al acompafiamiento, teniendo
funciones de enfermeria para recordatorio de medicinas, y ayuda con la reduccion de
estrés o depresion, ya que pueden actuar como mascotas.

e Personas con condiciones de discapacidad fisica: ComUnmente son enfocados a la ayuda
en la movilidad de las personas, tomando formas como sillas de ruedas, o como brazo
robético cuando su funcidn es ayudar en tareas que involucren los miembros superiores.

e Personas con cuidados de convalecencia: Usados para realizar terapias y ayudar en el
mejoramiento de la persona.

e Personas con desordenes cognitivos: Enfocados a la interaccion con personas con algin
problema cognitivo, principalmente nifios con autismo, de forma tal que ayudan con
terapias para la interaccion, adicionalmente, actian como acompafiantes.

e Estudiantes: Son desarrollados para ejercer funcionalidades de tutor, acompafiamiento o
incluso ser un soporte para la estimulacion de socializacién entre personas.

Por otro lado, los robots siguen siendo clasificados por su tarea, no obstante, esta categorizacion
también ha tenido una variacion [16]:

e Tutoria: Son apoyos para los maestros para incentivar a los nifios a aprender,
principalmente en deletreo y matematicas.

e Terapia Fisica: Su funcién es ayudar a pacientes en las terapias motoras, ya sea siendo
elaborados como soportes, ejemplo un exoesqueleto, 0 acompariantes, que ayudan con
ejercicios y juegos, principalmente con nifios.

e Asistencia en el diario vivir: Son robots que asisten a las personas en tareas cotidianas, ya
sea en tareas del hogar como en aseo, 0 en tareas béasicas de una persona, como
alimentarse o0 moverse.

e Expresion emocional: Enfocados a ayudar a las personas a motivarlas a expresarse o
mostrar expresiones emocionales hacia otras. Estos robots mayormente son usados con
personas que tienen autismo.
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Capitulo 4 Materiales Y Métodos

4.1. Pasos Metodologicos

EI enfoque del estudio realizado para este trabajo obedece al tipo experimental, dentro del cual

se construyeron bases de datos para ser destinadas a entrenar y validar arquitecturas de diferentes
técnicas de Deep Learning, para ser acopladas con el objeto de efectuar la tarea de alimentacién
asistida y verificar su funcionamiento. Por tal motivo, se dividio la investigacion en 6 pasos
metodoldgicos, los cuales se explican a continuacion:

1- Revision del estado de arte

Se realizo un andlisis detallado de las técnicas de inteligencia artificial que usan Deep
Learning que actualmente se estan desarrollando con respecto a la deteccion y
localizacion de objetos en movimiento, reconocimiento de objetos, en especial de
alimentos, y de segmentacién y posicionamiento de la boca, asi como aplicaciones de
visién de maquina utilizando cdmaras RGB-D. Con respecto a este analisis, se eligieron
las técnicas que mejor desempefio han demostrado en el estado del arte para realizar cada
una de las funciones del algoritmo.

2- Construccién de base de datos
Se realiz6 la elaboracion de 3 bases de datos las cuales se describen a continuacion:

- Alimentos: Las imagenes adquiridas para esta base de datos son de diferentes
alimentos que se encuentren en las comidas, seccionados en porciones pequefias,
es decir, cortados en cuadros o tamafios pequefios para un facil manejo por parte
de una cuchara. Se usan alimentos tales como granos, ya sea lentejas y frijol,
carne de res y de pollo, y harinas como arroz, papa y platano.

- Obstaculos: Los obstaculos son elementos que se interpongan en la trayectoria del
robot hacia su objetivo (la boca del usuario), los cuales son las manos tanto del
usuario (quien recibe el alimento) como de cualquier persona externa.

- Gestos de la boca: Se tomaron videos de una duracion de aproximadamente 20
segundos de diferentes personas realizando movimientos con su boca, para
conocer los estados de ésta (cerrada, masticando, pidiendo comida).
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Cada base de datos se dividid para el entrenamiento de las técnicas seleccionadas (Base
de datos de entrenamiento) y para validar el funcionamiento de las mismas (Base de datos
de validacion). De lo anterior, se atacaron 4 amenazas presentes en la elaboracion de
todas las bases de datos:

- Tratamiento de seleccidén: Imagenes de diferentes tipos de alimentos en
preparaciones béasicas y formas de la boca de los usuarios.

- Ajuste al tratamiento de interaccidn: Las imagenes recolectadas para la base de
datos tienen diferentes ambientes, de forma tal que no se requiera duplicar un
entorno especifico.

- Efecto de Instrumentacion: Se comprobé la calidad de la cAmara en diferentes
ambientes semi-controlados.

Algoritmo de deteccion de alimentos
El reconocimiento de los alimentos se hizo en las fases nombradas a continuacion:

- Construccion de arquitectura: Se propone la arquitectura de una red neuronal
convolucional enfocada al reconocimiento de existencia o inexistencia de
alimento en el plato de comida.

- Entrenamiento: Se realiz6 el entrenamiento de la arquitectura con la base de datos
correspondiente a los alimentos.

- Validacion: Se comprobd el funcionamiento de la red entrenada por medio de una
matriz de confusidn, para verificar su desempefio.

Algoritmo de identificacion de obstéculos y reaccion ante situaciones de obstaculizacion

El reconocimiento de un obstaculo y su respectiva decision a tomar se desarroll6 con los
siguientes pasos:

- Técnica de Deep Learning: Se propuso el uso de una técnica enfocada en
regiones, es decir, que fuese capaz de localizar un obstaculo dentro de una
imagen, la cual es la Faster R-CNN. Su validacion se hace por medio de la
relacién entre Recall y Precision en cuanto a la localizacién de los obstaculos en
imagenes.

- Reaccion ante obstaculos: Se implementé un algoritmo de toma de decisiones
para situaciones de obstaculizacion de la trayectoria de manipulador, de forma tal
que el robot se detenga o avance dependiendo de la localizacion del obstéaculo.
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4.2.

Algoritmo de identificacion de estado de la boca

Para la identificacion de los estados de la boca se us6 una técnica denominada red
neuronal con memoria a largo-corto plazo, siguiendo los siguientes pasos:

- Localizacién de los puntos caracteristicos de la boca: Se ubicaron 6 puntos en la
boca que permiten saber la distancia en 3 partes de los labios. Con esto, se
construy6 una nueva base de datos que contiene dichos puntos en secuencias de 1
a 2.5 segundos de video.

- Implementacion y entrenamiento de la red neuronal propuesta: Para el
reconocimiento de los estados, se propuso una red capaz de identificar series o
eventos temporales, la cual es una LSTM o Long-Short Term Memory. Esta fue
entrenada usando la base de datos elaborada en el paso anterior.

- Validacion: Se comprobd el funcionamiento de la red entrenada por medio de una
matriz de confusion, para verificar su desempefio.

Acople de algoritmos

Se realizé la union de cada uno de los algoritmos desarrollados en los pasos anteriores,
para una operacion sinérgica. Para esto, se aplicaron dos pasos:

- Prueba de comportamiento: Se realizaron pruebas de una correcta interaccion de
acople entre los algoritmos, de forma tal que no se presenten errores o
incompatibilidades al momento de su ejecucion; verificacion de tiempos y
visualizacion de su funcionamiento.

- Pruebas de funcionamiento: Son pruebas realizadas funcionales del proceso
completo de ejecucion de la tarea de alimentacion, en donde un usuario interactud
con el algoritmo dentro del entorno real, mientras el robot operaba de forma
virtual.

Herramientas e Instrumentos

Se hace uso de herramientas de procesamiento computacional para la elaboracién de los
algoritmos necesarios para el desarrollo de la investigacion, con las siguientes
especificaciones:
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Tabla 1: Especificaciones del Hardware Usado

Procesador i7-7700HQ
Generacion 7th Generation Intel® Core™
Num. Nucleos 4
Frecuencia 2,80 GHz
RAM 32 GB DDR4
GPU NVIDIA® GeForce® GTX 1070
Memoria GPU 8 GB GDDR5
Num. Multiprocesador 16
Nucleos CUDA 2048
Velocidad de reloj 1695 MHz

e Se utiliz6 un dispositivo para obtencion de los videos usados en la adquisicion de las
bases de datos, el cual es una cdmara RGB-D Intel® RealSenseTM SR300.

4.3. Participantes

Los sujetos que participaron en esta investigacion, fueron 35 personas voluntarias con edades

comprendidas entre 18 y 50 afios, a quienes se les tomaron secuencias de video con el fin de
construir las bases de datos.

4.4. Consideraciones Eticas

EI nivel de riesgo de la investigacion es catalogado sin riesgo segun la Resolucién 8430 de

1993 del Ministerio de Salud, puesto que el procedimiento a realizar no tiene incidencias en la
salud fisica, social o sicoldgica de las personas que participen en la interaccion con el robot, ya
que este actla dentro de un entorno virtual, sin directa interaccion con las personas. Asimismo,
las personas participaron voluntariamente para realizar las bases de datos, conservando el
anonimato del participante, es decir, no se requirié de ningun dato personal de los individuos,
prevaleciendo el criterio del respeto a la dignidad y protegiendo sus derechos y bienestar.

25



Capitulo 5 ANALISIS Y RESULTADOS

Con el fin de implementar cada una de las tareas o funciones establecidas en el algoritmo para

realizar la alimentacion asistida, se construye un entorno de trabajo, el cual es la base sobre el
que se toman las muestras y se realizan las pruebas de vision de maquina. El entorno, el cual se
muestra en la Figura 13, consta de 3 elementos principales: una cdmara RGB-D, encargada de
tomar los datos del entorno, tanto de video como la informacion 3D o de profundidad, con
respecto a su posicion; un brazo robotico de 4 grados de libertad, el cual consiste en un brazo
antropomorfico, con una articulacion adicional que representa al efector final, el cual lleva el
cubierto, en este caso, una cuchara; finalmente, se encuentra el plato de comida donde se ubica el
alimento y de donde el robot realiza la recoleccion de la misma.

Figura 13: Entorno de trabajo construido.

Por otro lado, se elabora un entorno virtual en el software V-REP [75], en el cual se hacen las
pruebas de acople y funcionamiento de los algoritmos, con el fin de evitar posibles accidentes
ocasionados por colisiones al momento de efectuar las pruebas. Este se puede visualizar en la
Figura 14, y corresponde a una réplica del entorno real.
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Figura 14: Entorno virtual elaborado.

Con los entornos implementados, se procede a realizar cada una de las funciones principales del
sistema, las cuales son la deteccién de alimento en el plato, la deteccion de obstaculos sobre la
trayectoria del robot y el reconocimiento de estados de la boca que permitan al robot saber
cuando el usuario quiere mas comida o cuando esta masticando. Cada una de estas funciones se
describe a continuacion.

5.1. Deteccion de Alimentos

La deteccidn de alimentos, es decir, de que haya o no adn contenido en un plato, es importante

para la realizacién de la asistencia en alimentacién, ya que, para que el sistema sea autébnomo,
debe tener la capacidad de determinar el momento de cuando parar una vez haya entregado la
comida en su totalidad. Para efectuar esta tarea, se definen 3 niveles de cantidad de alimento, los
cuales son cuando el plato se encuentra desocupado (Vacio), cuando esta lleno o con una
cantidad considerable de comida (Mucha), y cuando aun resta comida pero en una baja cantidad
(Poca). Para poder clasificar estas categorias, es necesario construir una base de datos pertinente
que contenga diferentes cantidades de comida, asi como diferentes tipos de ésta, y con base en
esto, construir una arquitectura de una red neuronal convolucional que sea capaz de realizar esta
tarea. Dentro de los grupos alimenticios que se usaron para ser detectados se tiene:
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- Carnes: Pollo y res.
- Harinas: Arroz, papa, platano.
- Granos: Lenteja, frijol, garbanzo.

En cuanto a las carnes y algunas harinas, estas se cortan en trozos pequefios de facil manejo, y
que pueden ser distribuidos aleatoriamente en el plato. Todos los alimentos son cocinados con
preparaciones bésicas.

5.1.1.Construccion de la base de datos

Se realiza una base de datos con capturas del entorno realizadas por la camara RGB-D, las

cuales contienen el plato estandar usado en el trabajo con cantidades de comida variada. Sin
embargo, mucha de la informacion que hay en la imagen captada es irrelevante para la funcion
de deteccién de comida, como se muestra en la Figura 15.a, por lo que se decide hacer un
recorte de la imagen adquirida por la cAmara en donde se enfoque principalmente en el alimento.
Para generar dicho recorte, se verifican las diferentes posibles posiciones de localizacion del
plato, por lo que se define usar un rango de recorte. El procedimiento de recorte sigue los
siguientes pasos:

- Paso 1: Establecer el rango de corte vertical teniendo en cuenta el alto (h_img) de la
imagen, el cual va desde (2h_img/3) + 1 hasta h_img.

- Paso 2: Establecer el rango de corte horizontal teniendo en cuenta el ancho (w_img) de la
imagen, el cual va desde (w_img/2) + 1 hasta 7w_img/8.

- Paso 3: Recortar la imagen con los rangos establecidos.

- Paso 4: Redimensionar la imagen para reducir el costo computacional del proceso de
entrenamiento y uso de la red neuronal, a un tamafio de 240x120 pixeles, de ancho y alto
respectivamente.

El algoritmo referente a esos pasos se encuentra en el Anexo A.1.

Con esto, se obtiene un recuadro de recorte (color amarillo) que se muestra en la Figura 15.a,
extrayendo imagenes como la mostrada en la Figura 15.b. Finalmente, para reducir el costo
computacional del proceso de entrenamiento y uso de la red neuronal, se decide redimensionar el
recorte a un tamarfio de 240x120 pixeles, de ancho vy alto, respectivamente, de forma tal que la
informacién de la comida se mantenga o sea diferenciable sobre el plato y parte restante del
entorno. Esto se encuentra definido para cualquier tamafio de imagen original. En total, se
obtienen 568 iméagenes, divididas en las 3 categorias establecidas anteriormente. Un ejemplo de
cada una se muestra en la Figura 16, en donde para la categoria “Vacio”, se muestra un plato
limpio y otro con residuos de salsa; en la categoria “Poca”, se muestra un ejemplo en donde solo
se tiene unos trozos de pollo y otro con una porcidon media de arroz; para la categoria “Mucha”,
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se muestra una porcion de pollo combinado con papa, y en la otra imagen, una porcion grande de
arroz.

(a) Imagen original con recuadro de recorte (b) Imagen final obtenida
Figura 15: Proceso de recorte de foto del entorno para construccién de la base de datos para
deteccion de comida.

() Mucha
Figura 16: Ejemplo de cantidades de comida en cada categoria.

En total, se obtienen 568 iméagenes, sin embargo, para mejorar el desempefio del sistema en
cuanto a los cambios de iluminacién que se pueden presentar en el entorno, se procede a realizar
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un aumento de datos dentro de la base. Para esto, se varia la iluminacién de cada imagen por un
factor de 0.8 hasta 1.2, obteniendo finalmente un total de 2840 imagenes, las cuales son divididas
aleatoriamente en 2690 imagenes para entrenamiento y 150 para pruebas de validacion
(cantidades iguales entre categorias). EI codigo que se relaciona a este procedimiento se muestra
en el Anexo A.2.

5.1.2.Implementacion de la red neuronal convolucional

Con la informacion obtenida de las imagenes dispuestas en la base de datos, es posible

estructurar la arquitectura de la CNN a usar, ya que su capa inicial o de entrada esta sujeta a las
dimensiones de los datos de entrada. Teniendo en cuenta esto, se propone la arquitectura
mostrada en la Tabla 2, la cual consta de 6 conjuntos de capas compuestos por una capa
convolucion, una capa de normalizacién de batch y una capa de activacién tipo ReLLU, cada una
con filtros de tamafio 3x3 de alto (H) por ancho (W), con el fin de que estos aprendan
caracteristicas detalladas de la comida dentro del plato, sobre todo cuando es arroz, que tiende a
mimetizarse con el color del plato. Todos los filtros de convolucion poseen un paso o stride de 1
y un rellenado de ceros o padding de 1 para mantener el tamafio de la imagen a través de las
capas, a excepcion de la dltima capa de convolucion, la cual se requirié eliminar una fila de
rellenado para mantener un tamafio de imagen par, y que esta pudiese ser reducida por la capa de
pooling sin eliminar pixeles, puesto que el tamafio de la imagen de entrada en dicha capa es de
15, lo cual hacia que, al reducirla por un factor de 2, su tamafio seria un valor no entero, en
cambio, con la eliminacion de la fila, su tamafio queda de 14. Se usan dos capas totalmente
conectadas con una desconexion del 50% cada una para el entrenamiento, con el fin de mitigar la
posibilidad de caer en sobre-entrenamiento y que la red memorice en vez de generalizar.
Finalmente, se usa una ultima capa totalmente conectada con 3 neuronas, pertenecientes a las
categorias a reconocer, seguida por la capa de probabilidades SoftMax y una de clasificacion. La
implementaciodn de la arquitectura se encuentra en el Anexo A.3, en la funcion CNN_init.

Con esta arquitectura, la cual en términos generales, es poco profunda, se realiza el
entrenamiento con la base de datos construida. Para efectuarlo, se establecen los siguientes
parametros:

- Tasa de aprendizaje: 10
- Tamario de batch: 10
- Total épocas: 150

Con esto, se obtiene el comportamiento mostrado en la Figura 17, el cual llega hasta un 95.9%
de exactitud con respecto al set de entrenamiento (linea continua azul) y 90.67% con el de
validacién (linea punteada negra) en su Gltima época. Sin embargo, la tendencia de aprendizaje
de la red aln se ve en ascenso y no se ha estabilizado en un valor, con lo cual se infiere que la
cantidad de épocas utilizadas no fueron suficientes para explotar la capacidad de aprendizaje de
la red, por consiguiente, se procede a realizar un reentrenamiento de la CNN con los mismos
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parametros de entrenamiento usados anteriormente. Con esto, se obtiene el comportamiento de la
Figura 18, el cual muestra una mejora significativa en la exactitud de validacion, llegando hasta
un 98.67%, mientras que para el set de entrenamiento, la exactitud logra alcanzar un 98.73%.

Tabla 2: Arquitectura propuesta para deteccién de comida

Kernel
Capa # Filtros
HxW Stride / Padding
Entrada 120x240x 3
., F=32
Convolucion + BN + ReLU 3x3 S=1/p=1
Convolucién + BN + ReLU 3x3 F =32
S=1/P=1
MaxPooling 2X2 S=2
. F=64
Convolucion + BN + RelLU 3x3 S=1/p=1
Convolucion + BN + ReLU 3x3 F =64
S=1/P=1
MaxPooling 2X2 S=2
Convolucién + BN + ReLU 3x3 F=128
S=1/P=1
MaxPooling 2X2 S=2
Convolucion + BN + ReLU 3x3 F =256
S=1/P=[1,011]
MaxPooling 2X2 S=2
Totalmente Conectada 1024
Dropout 50% Desconexion
Totalmente Conectada 2048
Dropout 50% Desconexion
Totalmente Conectada 3
SoftMax
Clasificacion
100
o0- - -
_ 80t SR S
S —
'g 70 5 A
B e,
Ijj 1
50 [
/ Entrenamiento
40 — = = -Validacién
30 ' ‘ ;
0 50 100 150
Epoca

Figura 17: Comportamiento de entrenamiento y validacion de la arquitectura propuesta.

31



100

90

80 -

70 -

Exactitud [%]

Entrenamiento
= = = +Validacién

60 -

5 0 1 1 ]
0 50 100 150

Epoca
Figura 18: Re-entrenamiento de la red.

Con la ultima época entrenada, se realiza la matriz de confusion para verificar la cantidad de
imagenes que fueron mal clasificadas. En la Figura 19, es posible observar que tan solo hubo
dos errores dentro de las 150 imagenes de validacion, una que fue catalogada como “Vacia”
cuando aln restaba comida, y otra como “Poca”, cuando habia una cantidad grande.

Matriz de Confusion

Vacia | 50 1 0 [98.0%
s 33.3% | 0.7% | 0.0% | 2.0%
b poca| O 49 1 |98.0%
o 0.0% |32.7% | 0.7% | 2.0%
} .

[«

0 0o | 49 |100%
©
< Muchal g o9, | 0.0% |32.7% | 0.0%
©
» 100% |98.0% |98.0% | 98.7%

0.0% | 2.0% | 2.0% | 1.3%

> > 2
Q‘b\ QOO @\‘/‘é\
Salida Real

Figura 19: Matriz de Confusion para el reconocimiento de comida.

Para entender de mejor forma la red neuronal y su comportamiento interno, se usan las
activaciones que provocan los filtros cuando una imagen pasa por ellos. Como es posible
observar en la Figura 20, hay filtros que aprender diferentes cosas de las iméagenes, lo cual
ayuda a clasificar de una forma correcta a que categoria pertenece dicha imagen. En el caso de la
red entrenada para la tarea de reconocimiento de existencia de comida, se muestran 3
activaciones que describen principalmente el fondo y parte del plato de comida (primera
activacion de izquierda a derecha), secciones del plato y de la base de la mesa (segunda
activacion), o la comida, como es el caso de la tercera activacion. Cuando la red identifica el
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plato, es capaz de discriminarlo completamente sobre la comida, como ocurre en la imagen
clasificada como “Mucha”, en donde la mayor intensidad se encuentra fijada en el plato, y la
activacion mas baja se encuentra donde esta la comida, caso contrario ocurre en el filtro que
activa la comida, ubicando la mayor activacion en el area donde se encuentran los garbanzos, o
incluso donde estan los frijoles en la clasificada como “Poca”. Por otro lado, cuando no hay
comida suficiente, incluso con unos residuos de salsa 0 unos pedazos pequefios, como se muestra
en la de “Vacio”, la red no activa éstos como comida. El cddigo elaborado para obtener estos
mapas de calor se presenta en el Anexo A.4.

(c) Mucha
Figura 20: Activaciones de la red en imégenes correctamente clasificadas en cada una de las
categorias.

Con las activaciones ya es posible ver de una mejor forma que ocurrié con los dos casos
erroneos. En la Figura 21, se muestra la clasificacion equivoca de una imagen perteneciente a
“Poca”, en donde, si bien es complicado incluso para el ojo humano identificar la existencia del
arroz, ya que se mimetiza en gran medida con el color del plato, la red no fue capaz de activar la
comida existente en esta, aunque leves activaciones se muestran en el plato, pero no lo
suficientemente fuertes para lograr catalogarla en la categoria correcta, siendo que la confidencia
fue del 47.5% para la categoria “Vacio”, y del 44.7% para “Poca”. En cuanto a la Figura 22, es
posible ver que hay arroz en el plato, pero también tiene cierto grado de mimetizacion con el
plato, sin embargo, la red fue capaz de activar un gran area del arroz, aunque con poca fuerza,
esto alcanzo para que la clasificara como “Poca”, incluso teniendo una confidencia del 87.3%,
contra la lograda por la categoria correcta, “Mucha”, con un 9.8%.
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Con las pruebas realizadas y verificacion del desempefio de la red propuesta y entrenada, se
decide usar esta como la encargada de identificar la existencia de comida en el plato.

5.2. ldentificacion de Obstaculo y Reaccion ante Situaciones de
Obstaculizacion

Existen diferentes tipos de obstaculos que se pueden presentar cuando dos elementos estan

interactuando, los cuales en general son objetos que se atraviesan entre los dos elementos y
evitan su correcta interaccion, como por ejemplo, que un agente llegue hasta donde se encuentra
el otro. En la asistencia robdtica en la tarea de alimentacion, los obstdculos méas comunes son las
partes del cuerpo de la persona a la que asiste, principalmente las manos, por tal motivo, en este
trabajo se enfoca en localizarlas para saber su posicién y si obstruyen la trayectoria del robot.
Como es necesario conocer su ubicacion dentro del entorno de trabajo, se requiere de un
algoritmo capaz de efectuar esta funcion, por tal razén, se propone hacer uso de una arquitectura
de red neuronal convolucional rapida basada en regiones, o Faster R-CNN, ya que esta posee la
capacidad de reconocer y generar un recuadro de localizacion del objeto requerido dentro de una
imagen, y con esto y el mapa de profundidad generado por la camara RGB-D, se identifica la
distancia del objeto, en este caso la mano de la persona, para saber si interfiere con la trayectoria
del robot.

Para estructurar la red, se elabora en primer lugar la base de datos correspondiente, seguido a la
proposicion de la red y finalmente su entrenamiento y pruebas, las cuales se describen a
continuacion.
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5.2.1.Construccidén de la base de datos

Para la elaboracion de la base de datos, se realizaron tomas de video de 31 usuarios con una

duracion de 20 a 30 segundos con una resolucién de 640x360 pixeles, en donde efectuaban
diferentes movimientos de las manos, sin un ambiente controlado, es decir, sin control de la
iluminacion ni lugar de toma de datos. Para obtener las imagenes, se adquieren frames cada 500
milisegundos, obteniendo un total de 1741 imagenes. Sin embargo, no todas contenian las
manos, lo cual es relevante para el entrenamiento de la red, por tal motivo, se realizé un sondeo
manual de las imagenes obtenidas, resultando en un total de 1511, las cuales fueron divididas en
1241 para entrenamiento (pertenecientes a videos de 26 usuarios diferentes), y 270 para
validacion (pertenecientes a videos de 5 usuarios diferentes que no se encuentran en el dataset de
entrenamiento). Estos datasets resultantes fueron etiquetados manualmente, localizando la mano
dentro de la imagen, como se muestra en la Figura 23, con ejemplos para una y dos manos.
Finalmente, para robustecer el entrenamiento, se realiza un aumento de datos, variando la
iluminacion de las imégenes, por un factor de 0.8 hasta 1.2, obteniendo finalmente un dataset de
entrenamiento de 6205 imagenes y de validacion de 1350 imégenes etiquetadas. Cabe resaltar
que las manos en movimiento son tenidas en cuenta como obstéaculos, lo cual puede dificultar el
aprendizaje de la red, puesto que estas distorsionan su forma, tal como se muestra en el ejemplo
de la Figura 24.

Figura 24: Ejemplo de mano estatica y mano en movimiento o distorsionada.
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5.2.2.Implementacion de la Faster R-CNN

Con la base de datos ya elaborada, se procede a proponer la arquitectura de la Faster R-CNN.

Para probar el desempefio de localizacion de la mano, se proponen 3 arquitecturas, las cuales se
muestran en la Figura 25, en donde su principal variacion radica en la profundidad que cada una
tiene. En general, cada una se compone de capas de convolucién con filtros de tamafio 3x3 con
rellenado de ceros a las orillas para mantener el tamafio de la imagen a través del paso de la capa,
exceptuando las dos primeras capas de la segunda arquitectura (Red 2), que son de 5x5. La
entrada de la red, son recuadros de 32x32 pixeles de la imagen original. Como se presento en la
Seccion 3.2.2, estas arquitecturas difieren de las redes neuronales convolucionales
convencionales, en cuanto poseen una red neuronal adicional integrada a esta, denominada red
de propuesta de regiones (RPN o region proposal network), la cual es la encargada de obtener la
ubicacion del objeto o elemento de interés, por medio de un cuadro delimitador (bounding box),
y adicionalmente, comparte pesos con la CNN, encargada de reconocer al elemento. La
composicion interna de la seccion o paquete perteneciente a la RPN, se visualiza en la Figura
26, cuya capa de convolucion de entrada contiene filtros cuadrados de 3x3, y un numero de
filtros iguales a los salientes de la capa de convolucion anterior. Por otro lado, la capa con filtros
de 1x1 que tiene como salida el blogque de regresion, posee 16 filtros de convolucion, mientras
que la otra, unicamente contiene 8 filtros. Un tamafio reducido de los filtros ayuda a que la red
aprenda de mejor forma los detalles de la imagen ingresada, adicionalmente, reduce la distorsion
provocada por la operacidn de convolucion a través de cada una de las capas.

Se realiza el entrenamiento de cada una de las arquitecturas propuestas con el dataset elaborado.
Para esta operacion, se establecen los siguientes parametros para cada una de las etapas:

- Etapa 1, entrenamiento de la RPN:
e Tasa de aprendizaje: 1073
e Epocas: 100
e Regiones a muestrear: 256
- Etapa 2, entrenamiento de la CNN:
e Tasa de aprendizaje: 107
e Epocas: 150
e Regiones a muestrear: 128
- Etapa 3, ajuste fino de la RPN con pesos compartidos:
e Tasa de aprendizaje: 5x10*
e Epocas: 80
e Regiones a muestrear: 256
- Etapa 4, ajuste fino de la CNN con pesos compartidos:
e Tasa de aprendizaje: 104
e Epocas: 100
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(] Regiones a muestrear: 128
Red 1 Red 2 Red 3

3x3,32 5x5, 32 3x3,32
3x3, 64 5x5, 64 3x3,32
Pool /2 Pool /2 Pool /2

v v v
3x3,128 3x3,64 3x3,64
Pool /2 3x3, 64 3x3, 64
Pool /2 Pool /2

+
3x3, 128
3x3, 128
Pool /2

R-Pool v
1024 3x3, 256
2048 3x3, 256

Softmax

Conv+BN+RelLU
Conv+RelU
MaxPooling
Paquete RPN

Capa Fully-Connected
Regresion de recuadros
SoftMax + Clasificacion

Figura 25: Arquitecturas propuestas.

|

3x3

RelU

1x1

Figura 26: Seccion de la RPN.

En las dos primeras etapas se usa una tasa mayor a las dos siguientes, puesto que el proposito es
que en las etapas 3 y 4, los pesos varien levemente para ajustarlos y que lo aprendido en las
etapas anteriores no se pierda. Las regiones a muestrear hacen referencia a los recuadros
aleatoriamente generados en las imagenes para realizar el aprendizaje; se hace uso de un mayor
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numero de regiones en la RPN, puesto que al ser la encargada de generar los recuadros que
ubicaran el obstaculo, se necesita que haya una mayor probabilidad de generar recuadros que
enmarquen al objeto de interés. El codigo de entrenamiento se encuentra en el Anexo B.1, el cual
esta dispuesto para la Red 3.

Una vez efectuado el entrenamiento de las redes, se procede a realizar su validacion, para
comprobar el desempefio de cada una. En la Figura 27, se puede ver la gréafica de precision vs
recall (exhaustividad) [69], en donde la precision se refiere a la relacion entre verdaderos
positivos (areas de los recuadros estimados por la red que se encuentran dentro de las &reas
etiquetadas o groundtruth) y la suma de los verdaderos positivos mas los falsos positivos (area
del recuadro que no pertenece al groundtruth) detectados por la red; el recall hace referencia a la
relacion entre los verdaderos positivos y la suma de los verdaderos positivos mas los falsos
negativos (area del groundtruth que no fue detectada por el recuadro estimado por la red). La red
con el desempefio mas bajo fue la Red 1, logrando una precision promedio de 0.2, lo cual es un
valor muy reducido, incluso el resultado obtenido por la Red 2, el cual fue de 0.465, también es
muy bajo, por lo que se infiere que éstas redes no detectan correctamente méas del 50% de los
obstaculos y/o generan muchos casos de falsos positivos, es decir, recuadros donde realmente no
existen obstaculos. Por otro lado, la Red 3 obtuvo el mejor desempefio, con un porcentaje de
precision promedio del 77.4%, cuyo valor es ciertamente alto para la complejidad de localizar
objetos en movimiento que se puedan distorsionar. El codigo fuente para obtener esta gréfica, se
encuentra en el Anexo B.2.

Precision Ponderada

1 | T T T T T T T T

0.8

0.7

0.5
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0.4

0.2 .
Red 1 =0.200
Red 2 = 0.465 |
Red 3=0.774
0 1 1 1 1 1 1 1 1 1

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1

Recall

0.1r

Figura 27: Desempefio de las redes, segun el grafico precision vs recall.
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Ya que la Red 3 fue la que mejores resultados obtuvo, se selecciona esta para ser parte del
algoritmo de alimentacion asistida. Para contrastar los resultados obtenidos en la grafica de
precision vs recall con las imagenes de prueba, se verifican éstas y la capacidad de la red para
generar el recuadro de localizacion. En adicion, se utilizan las activaciones obtenidas en la Gltima
capa totalmente conectada de la red, es decir, en la Fully-connected 3, en la cual se decide que
partes de la imagen tienen mas relevancia para ser parte del fondo o parte de la mano (debido a
las dos neuronas que posee esta capa), para ver mas en detalle el comportamiento interno de la
red y comprender de mejor manera el funcionamiento y aprendizaje resultante. EI codigo fuente
para la obtencion de las activaciones se encuentra en el Anexo B.3.

En la Figura 28, es posible observar dos imégenes en donde la red fue capaz de localizar
correctamente la mano del usuario, encerrada en un recuadro amarillo, incluso acercandose en
gran medida a la etiqueta realizada manualmente o groundtruth. En la seccion (b) de la figura, se
aprecian las activaciones referentes al fondo o partes de no interés de la imagen, mostrando
activaciones reducidas en los alrededores de la mano y parte del cuello del usuario, posiblemente
por similitudes en color, mientras que en la seccién (c), en los dos ejemplos la red se activa
considerablemente en las manos, principalmente en el segundo ejemplo. También se observan
activaciones en el cuello, partes del plato y del robot, aunque sin suficiente grado de importancia
para activarlas como falsos positivos.

1

Figura 28: Deteccidn y activaciones del fondo y la mano en la Gltima capa totalmente conectada
de la red. (a) Imagen original con el recuadro real (rojo) y el estimado por la red (amarillo). (b)
Activacion del fondo. (c) Activacion del objeto de interés.

Aunque la red logra tener una alta capacidad de lograr la deteccion de las manos, en diversas
imagenes tiende a generar gran cantidad de falsos positivos, es decir, recuadros en donde no
existe la mano, aunque con una caracteristica especial, que el grado de confidencia 0 membresia
de la categoria tiende a estar por un valor inferior al 90% ~ 95%, como se muestra en la Figura
29, en donde se muestran ejemplos de multiples detecciones dentro del entorno debido a
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activaciones generadas por la red, posiblemente por similitudes en el color, sobre todo en el
rostro, 0 en ocasiones reconoce el plato como una mano. En estas, el recuadro estimado en donde
efectivamente se encuentra la mano obtiene una confidencia del 100%, mientras que los otros
recuadros que estan dispersos, son reconocidos como “manos”, pero con una confidencia baja,
teniendo la mas alta de los ejemplos en un 85%, que es el ubicado en el plato de comida. Por esta
razén, se decide establecer un umbral de confidencia para la deteccion de 95%, con el fin de
evitar grandes cantidades de falsos positivos o recuadros falsos de deteccion. Con este umbral, se
obtienen detecciones mucho mas limpias, como la mostrada en la Figura 30, que son los 3
ejemplos de deteccién mdltiple, pero con los recuadros filtrados, mejorando en gran medida su
desempefio.

P % . ‘ g~ S S 0.9
Snd: (0|65) = - .

uHand: 0

| I ~ g » ’ -
Figura 29: Multiples recuadros detectados por la red.

Existen varios casos en donde el recuadro de deteccion encaja muy de cerca al del groundtruth,
como lo es el primer y tercer ejemplo de la Figura 31, cuya activacion de la red fue muy
concentrada sobre el objeto de interés. En el segundo ejemplo, aunque las activaciones aparecen
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en las dos manos, se genera un solo recuadro de localizacion, sin embargo, esta se establece
como correcta, ya que el recuadro estimado abarca las dos manos. Por otro lado, en el dltimo
ejemplo de dicha figura, hay dos casos singulares de reconocimiento, uno donde las activaciones
son muy fuertes y localiza la mano sin ningln problema, y otro que, aunque fue capaz de generar
el recuadro de forma muy precisa, sus activaciones fueron bajas.

bral establecido, en comparativa con la Figura

Figura 30: Deteccion de los obstaculos con el um
29.

Hay situaciones de mayor complejidad para la localizacién de la mano o manos, los cuales son
cuando otra persona se encuentra en la escena e interfiere con su mano, como se muestra en la
Figura 32.a, donde otra persona ubica su mano frente al usuario, este asimismo tiene su mano
en el foco de la camara. En esta imagen, la red fue capaz de identificar las dos manos
correctamente, enfocando sus activaciones sobre estas y generando los recuadros de forma tal
que abarca las dos manos completamente, asi estén muy cerca una de la otra. Otra situacion se
presenta cuando hay un movimiento rapido de ésta, en donde se genera una distorsion y para la
red hace que sea mas dificil de reconocer, como el presentado en la Figura 32.b, sin embargo, la
red logra reconocer ciertas caracteristicas aun notables de la mano, y sobre estas genera el
recuadro de localizacion.
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Figura 31: Localizaciones correctas.
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(b) Mano en movimiento
Figura 32: Localizaciones complejas.

Por otro lado, la red tiende a tener errores en la localizacién y reconocimiento del obstaculo, los
cuales fueron catalogados dentro de 4 tipos de error. EI primer tipo de error, presentado en la
Figura 33, es la eliminacién de recuadros correctamente localizados debido a su baja
confidencia, lo cual hace que no pasen el umbral establecido para descartar falsos positivos y que
los correctos también sean descartados. El segundo tipo de error, mostrado en la Figura 34, se
presenta cuando, a pesar que la red identifica correctamente la mano, hay recuadros que pasan el
filtro del umbral y no son descartados. El tercer tipo, hace referencia a situaciones cuando estan
las dos manos, pero no las localiza ambas, sino solamente una, como se muestra en la Figura 35.
El ultimo tipo, es cuando no hay localizacion de la mano, o incluso es localizada en otro lado,
como se puede observar en la Figura 36, en donde en el primer ejemplo, aunque la red tuvo
activaciones altas sobre la mano, esta no fue capaz de localizar ningun obstaculo, mientras que
en el segundo, aunque hubo una deteccion, esta fue localizada en otro lado, incluso las
activaciones mas intensas se presentaron en dicha zona.
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Figura 34: Caso de error de recuadro erroneo con confidencia sobre el umbral.
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Figura 36: Caso de no deteccion o deteccion erronea.

5.2.3.Reaccion ante la presencia de obstaculos

Para la implementacion de la reaccidn del robot ante la presencia de obstaculos, se debe definir

la cinematica del robot a controlar. Ya que el robot a utilizar es uno de 4 grados de libertad tipo
RRR, como el que se muestra en la Figura 37, su cinemética inversa se realiza por medio del
método de analisis geométrico.
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Fiura 37: Modelo real y gréfico de robot a utilizar.

El primer angulo que se halla, es el de rotacion sobre el eje g,, para el cual se usan los valores
del efector final (X,,Y,), usando la ecuacion 14.

q, = tan?! ()YTE) (14)
Una propiedad caracteristica de este tipo de manipuladores, es que el valor de g 0 ¢ es
parametrizable segin se requiera. Este angulo se establece con respecto a la horizontal general
del robot, y es el valor final de inclinacion del efector final. Teniendo en cuenta esto, se utiliza

este &ngulo para encontrar los valores L, y [, por medio de las ecuaciones 15 y 16.

ly = ly cos(e) (15)
I, = lysin(e) (16)
Con estos dos valores, ahora es posible encontrar las coordenadas de los puntos X; y Z;, por

medio de las ecuaciones 17 y 18.
Xl == ’XOZ + YOZ - lx (17)

Zy=Zy— (1 + 1) (18)
Con estos valores, se procede a calcular h o distancia de la base a los puntos (X;,Z;), usando la

ecuacion 19.
h = ’Xlz + le (19)

Seguido a esto, todo el procedimiento, desde este punto, se realiza de la misma manera que si
fuese un manipulador antropomorfico, hallando el angulo a, y a3 por medio de la teoria del
coseno, y el angulo a; por medio de la tangente. Con estos angulos, se obtienen los angulos g, y
qs. Este procedimiento se describe con las ecuaciones 20 a la 24.
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2 2 _ 12

20,h
Z
= tan™! (== 21
@, = tan (X1> (21)
q; = a; + a; (22)
L%+ 15% — h?
— el 23
@3 = COS ( 2L (23)
q3 = a3 — T (24)

Por ultimo, se procede a realizar el célculo del angulo g, por medio de la ecuacién 25.

4= ¢ — (3 + q2) (25)
El codigo fuente de la funcion de la cinematica se encuentra en el Anexo B.4.

Con la cinematica inversa ya establecida y la red neuronal enfocada a la deteccion de obstaculos
preparada, se procede a realizar pruebas de toma de decisiones ante presencia de obstaculos. Para
esto, se usa el entorno virtual para ejecucion del movimiento del robot, mientras que en el
entorno real se realiza el reconocimiento de los obstaculos, su localizacion dentro de la imagen y
dentro del entorno tridimensional por medio de una camara RGB-D.

Algo importante que se debe tener en cuenta, es que la informacién (x,y,z) que se obtiene por
medio de la nube de puntos del sensor de profundidad de la camara, no se encuentra dentro del
mismo eje coordenado que el robot. Por tal motivo, se requiere realizar una transformacion de
coordenadas globales (de la camara) a locales (del robot) para poder establecer la posicion del
obstéculo relativa al robot. En la Figura 38, se visualiza la posicion entre las posiciones iniciales
de cada sistema coordenado, donde los ejes (X,, Y,, Z,.) hacen referencia al sistema coordenado
del robot, y los ejes (X, Y, Z.) hacen referencia al sistema coordenado de la cAmara. Con base a
esta informacion, se procede a realizar la transformacion por medio de una matriz homogénea de
translacion y rotacion de los ejes, las cuales se describen en las ecuaciones 26 a la 30 [76].

1 0 0 x
0
TeyD=0 o 5 2 (26)
0 0 01
1
Ry = g ] (27)
L0
[ Co
R, = _g (28)
[ 0
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Ca —Sa 0 O
_|Sa Ca 0 O
RBz=1"0 0 1 0 (29)
0 0 0 1
M =T(x,y,z) xR, * R, * R, (30)

350 mm

355 mm

260 mm
C

Xc

Figura 38: Posiciones entre locacion de la cdmara y el robot.

Para realizar el ajuste coordenado, en primer lugar, se realiza una translacion del eje coordenado
del robot hasta la camara, teniendo en cuenta las distancias que lo separan de la camara,
reemplazando los valores x = —0.355m,y = 0.35m,z = 0.26 my los 4ngulos de rotacién
en 0, obteniendo la matriz de translacion M;. El siguiente paso, es realizar la rotacion sobre el
eje Z, reemplazando el valor del angulo a = —133°, de forma tal que el eje X, quede en
direccion a X, obteniendo la matriz M,. Finalmente, desde la perspectiva superior no es posible
verse, pero la camara del entorno real tiene un cierto grado de inclinacion hacia abajo con
respecto a la horizontal, el cual es de 3°, por lo que se obtiene la matriz de transformacion de
rotacion sobre el eje X, reemplazando 6 = 3°, y obteniendo la matriz M,.. Estas matrices son
multiplicadas, de forma tal que se obtiene la matriz de transformacion completa M._y para
convertir las coordenadas de la camara a las del robot (ver ecuacion 31).

Mcgr = My * M, * M, (31)

Una vez establecidos los parametros de cinematica del robot y paso de coordenadas globales a
locales para la informacion tridimensional del entorno, se procedio a realizar las pruebas de la
reaccion ante situaciones de obstaculizacion. Debido a la baja capacidad de movilidad del brazo
robotico utilizado, se establecen dos opciones de accion frente a un obstaculo. La primera es si
existe un obstaculo en el entorno, pero no interfiere con la trayectoria del robot, este no es tenido
en cuenta. La segunda es cuando el obstaculo encontrado interfiere en la trayectoria que el robot
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ejecuta, en donde, por su morfologia el robot no puede tomar otro camino para llegar a la boca o
destino, su accion se establece en detenerse para evitar la colision. Una vez el peligro de colision
desaparece, continua su trayecto.

Para establecer los parametros de posible colision, se fijan unas fronteras con respecto al efector
final, de forma tal que, si el obstaculo se ingresa a la linea de frontera, el robot establece la
accion de parada. Las fronteras son establecidas por medio de una caja de bordes que encierra al
efector final con un valor de frontera de £30 mm con respecto a la punta del efector final. En la
Figura 39, se visualiza la interaccion entre el entorno real y el virtual, en donde el usuario
realiza movimientos con las manos, las cuales son localizadas por la Faster R-CNN, por otro
lado, el robot en el entorno virtual esta realizando la trayectoria de recoleccion de la comida, lo
cual hace que el obstaculo encontrado no interfiera en la tarea que esta realizando en ese
momento. En el segundo ejemplo, otra persona ubica su mano en el entorno, siendo localizada,
pero el robot en ese momento se encuentra posicionado lejos del obstaculo. Por el contrario, en la
Figura 40, hay dos ejemplos de obstaculizacion cuando el robot esta realizando la accion de
recoleccion, donde una persona ingresa su mano sobre el plato de comida, la red detecta este
obstaculo, y por medio del mapa de profundidad adquirido por la cAmara RGB-D, se detecta que
la mano se encuentra dentro de la frontera establecida, por lo cual, el robot se detiene. Para
verificar cual fue el obstaculo detectado, el recuadro estimado por la red se torna de color rojo
(en caso de haber méas obstaculos localizados), y con respecto a la informacién adquirida del
entorno real, un punto rojo es ubicado en la zona de deteccion, para poder observar en el entorno
virtual la ubicacion del obstéculo.

[Vision_HGE

"’E ‘u

Figura 39: Situaciones de obstaculo localizado sin interferencia en trayectoria.
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Figura 40: Situaciones de obstaculo localizado con interferencia en trayectoria.

En la Figura 41, es posible observar un caso donde se da la obstaculizacion y posterior
alejamiento del rango de la frontera para continuar el trayecto. A pesar que 2 falsos positivos
fueron estimados por la red, estos no afectaban la trayectoria del robot, sin embargo, la mano que
se atraviesa en la trayectoria es identificada dentro de la frontera de riesgo, haciendo que el robot
pare, esperando a que esta sea removida del lugar, lo cual ocurre en la Figura b, en donde el
usuario la mueve levemente hacia el lado, sacandola de la frontera y permitiendo que el robot
continle. Es importante aclarar que si la frontera entra dentro del recuadro de deteccion del
obstaculo, el algoritmo primero analiza todos los puntos internos del recuadro estimado con
respecto a la posicion tridimensional de todos los objetos dentro de él, para saber si alguno de los
puntos se atraviesa en la frontera de la trayectoria.

Estas pruebas permitieron verificar la funcionalidad del algoritmo de localizacion de obstaculo y
la generacion de una reaccion ante la presencia de éste, principalmente porque estas fueron
realizadas en un entorno de muy baja iluminacion en horario nocturno, lo cual se aleja de las
imagenes adquiridas para el entrenamiento de la red, que fueron tomadas de dia con buena
iluminacion. El algoritmo implementado para la localizacion, estimacion de la profundidad y
posicion del obstaculo en coordenadas locales del robot, y analisis de posibilidad de choque, se
encuentra dispuesto en el Anexo B.5.
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Figura 41: (a) Obstaculo detectado dentro de la frontera; (b) Avance del robot, luego que el
obstaculo sale de la frontera de riesgo.

5.3. Identificacién de Estados de la Boca

La identificacion de los estados de la boca de una persona depende de los movimientos que

ésta realiza, no solamente en un instante de tiempo sino a través de un periodo de tiempo. Para
esto, se requiere extraer puntos caracteristicos de la boca que permitan conocer la posicién de los
labios, el ancho y alto de la apertura de ésta y como se mueve. Los puntos son enviados a un
sistema capaz de reconocer los patrones de movimiento y su ubicacion con el fin de identificar
que accion o gesto se esta realizando. En este caso, para la accion de comer, se establecen 2
estados principales de la boca, denominados “Masticando” y “Esperando”. Sin embargo, las
personas pueden masticar manteniendo la boca cerrada o con la boca abierta, haciendo que la
segunda, dependiendo de la velocidad y grado de apertura con la que el usuario la realice, en
ciertas partes tendra similitud con el estado de “Esperando”, el cual es mantener la boca abierta,
por lo cual, se decide subdividir el estado de “Masticando” en dos, a los cuales se les llama
“Cerrada” (masticar con la boca cerrada) e “Intermedia”, la cual consiste en un estado de
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intermitencia en abertura y cierre de la boca. En esta seccion, se expone este proceso, llegando
hasta la identificacion de los estados de la boca para la tarea de alimentacion.

5.3.1.Extraccion de caracteristicas

Para la extraccion de caracteristicas, dos métodos fueron implementados para ser ingresados al

sistema de reconocimiento y verificar su comportamiento y desempefio en éste. Se debe tener en
cuenta que, al tener mediciones en pixeles, la camara se encuentra fija a una distancia de
aproximadamente 570 milimetros del usuario, con una variacion de = 100 mm, ya que la persona
no siempre se localiza en la misma parte o se mantiene quieta. La resolucion de la camara se
establece en 1280x720 px (pixeles).

a) Método 1: Algoritmo de Viola-Jones — Binarizacion — Filtros Morfologicos

Como primera aproximacion para la obtencion de los puntos de referencia, en este método se usa
el algoritmo de Viola-Jones [70], el cual es una técnica de deteccidn de objetos que, por medio
de clasificadores “Haar” ubicados en cascada, permiten una rapida localizaciéon del objeto
deseado, en esta caso, el rostro. Este algoritmo es aplicado en la imagen, de forma tal que se
obtiene un recuadro que da la posicidn aproximada del rostro. Seguido a esto, se hace el recorte
del rostro y, sobre éste, se establece otro detector, pero en esta ocasion, enfocado a la deteccion
de la boca. No obstante, para evitar que se generen falsos positivos (o localizaciones erréneas)
debido en cierta medida a la similitud en forma con los 0jos, el recorte sobre el cual se aplica es
del 60% del recuadro, tal como se muestra en el ejemplo de la Figura 42.

|

Figura 42: Localizacion del rostro en la imagen completa y de la boca en la imagen recortada
del rostro.

Con el recuadro de la boca, se procede a realizar el siguiente paso, el cual es la aplicacion de los
filtros morfoldgicos. Para efectuarse, en primer lugar, se aplica un preproceso de realce de orillas
y tono de color por medio de un filtro de convolucion de repujado A de 3x3 pixeles (ecuacién
32), cuyo proceso de aplicacion es similar al de la capa de convolucion, pasandolo por toda la
imagen. La imagen se pasa a escala de grises, para luego ser binarizada por medio de la
umbralizacion adaptativa [71] de las tonalidades. Finalmente, se aplica una operacién de apertura
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morfoldgica, la cual consisten en una erosion seguida de una dilatacion [72], para eliminar el
ruido pequefio que no sea parte integral de la boca y mejorar el proceso de binarizado.

-1 -1 0
A=|-1 1 1 (32)
0o 1 1

Con la imagen binarizada resultante, se obtienen los valores minimo y maximo de las areas de
interés, de color blanco, teniendo asi 2 puntos caracteristicos que definen el alto y ancho de la
boca, con los cuales se obtiene la relacion de apertura o Alto/Ancho, que es usado como valor
caracteristico. El proceso global de extraccién se muestra en la Figura 43, en donde los
asteriscos mostrados en la imagen binarizada son los puntos minimo (verde) y maximo (rojo).

sou

Figura 43: Ejemplo del proceso de extraccidon usando el algoritmo de Viola-Jones — Operaciones
morfolégicas.

Por altimo, se deben extraer las secuencias de datos de la boca para crear los datos que se ingresa
a la red. Por tal motivo, es necesario establecer el tiempo de muestreo, el cual depende del
tiempo computacional que gaste el algoritmo en ser ejecutado, cuyo pico fue de 134 ms, lo que
significa que, para evitar perdida de datos, cada muestra debe ser tomada por encima de este
tiempo. Teniendo en cuenta esto, se establece un tiempo de muestreo de 200 ms. Por otro lado,
para tener una secuencia de datos significativa, es decir, que contenga al menos un ciclo y medio
del sub-estado de “Intermedio”, se fija una duracion de 3 segundos (15 pasos temporales con un
tiempo de muestreo de 200 ms), de forma tal que se alcanzan a tener 2 ciclos completos para
usuarios de masticado lento. Un ejemplo de las secuencias se puede observar en la Figura 44, en
donde se aprecia que el sub-estado “Intermedio”, que tiene valores cercanos a los otros dos
estados, tanto al perteneciente a al estado principal “Masticando” como al de “Esperando”, por
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esto fue que se realizo la division. En total, se recolectan 260 secuencias para entrenamiento y
145 para pruebas.

El algoritmo perteneciente a todo el proceso realizado en el método 1 se presenta en el Anexo
C.1.

Una problematica encontrada en este método se encuentra en que el rostro no puede tener un
grado de inclinacion superior a 10° con respecto a la vertical y de 15° de rotacién, ya que el
algoritmo de deteccion usando Viola-Jones no es capaz de localizar correctamente el rostro, por
consiguiente, la persona debe estar localizada de forma frontal a la camara y sin generar grandes
movimientos de la cabeza. Asimismo, cambios en la iluminacion del entorno pueden generar
errores en la localizacion de los puntos de la boca durante la binarizacion. Por tal motivo, se
busca un método més robusto, el cual se expone a continuacion.

Secuencia de Observaciones

401 A ! ! 1
» 30 1
% Cerrada
X ;
220t 1 Intermedia
o Esperando
< 1ot |
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0 061 1
<
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<o04f 1 Intermedia
e Esperando
<Lo2t 1
0 . |
0 5 10 15
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Figura 44: Ejemplo de secuencias de cada estado de la boca para los valores caracteristicos Alto
y la relacion entre Alto y Ancho.

b) Metodo 2: Deep Learning

Para robustecer la capacidad de extraccion de los puntos caracteristicos, de forma tal que la
rotacion de la cabeza no sea un problema, se utiliza un sistema Ilamado OpenFace [73], el cual
fue desarrollado por Tadas Baltrusaitis. En general, este sistema usa una red neuronal llamada
Red Neuronal Convolucional Multitarea en Cascada (MTCNN o Multitask Cascaded
Convolutional Neural Network en inglés) la cual, por medio de 3 redes neuronales en cascada,
genera 68 puntos de referencia o landmarks del rostro [74], tal como se muestra en la Figura
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45.a. De estos puntos, se seleccionan 12 pertenecientes a la boca (ver Figura 45.b), con los
cuales se conforman 6 pares de puntos, nombrados como internos (Verde, Violeta, Celeste) y
externos (Rojo, Azul, Amarillo), generando 6 valores caracteristicos, es decir, la distancia interna
y externa entre el labio superior e inferior en 3 partes diferentes de la boca (orillas y centro). Esto
es realizado para mitigar la confusion que pueda ocasionar giros significativos de la cabeza
(mayores a 45° respecto a la frontal de la cAmara), ya que la distancia entre los puntos ubicados
en direccion del giro pueden verse afectados, reduciendo su valor, mientras que los opuestos no
tendrian este problema. Esto ayuda a mantener en al menos un par de puntos la relacion de
distancia que permita a la red reconocer el estado correcto.

@) (b)
Figura 45: a) Ejemplo de landmarks obtenidos usando OpenFace. b) Puntos de referencia
seleccionados.

Con los puntos seleccionados, se procede a tomar las secuencias de los 3 estados establecidos.
En este caso, se fija un nimero de recuadros de video o frames, siendo de 50, ya que con este
algoritmo es posible tener esta cantidad de pasos de tiempo en un tiempo inferior a los 3
segundos, adicional al hecho de que las secuencias no estan sujetas a un tiempo fijo, sino que son
secuencias dinamicas, que son independientes al tiempo de muestreo y recolectan mayor
cantidad de datos, yendo desde duraciones de 1.3 segundos a 2.2 segundos. En total, se obtienen
1731 secuencias de 30 diferentes usuarios, de las cuales se usan 1435 para entrenamiento y 269
para validacion. Un ejemplo de las secuencias se muestra en la Figura 46, en donde se aprecia
que esta alcanza a tener 2 ciclos completos del sub-estado “Intermedio”, incluso mas definidos
que los obtenidos con el algoritmo anterior. Asimismo, se observa la variacion de las distancias
de los puntos de referencia internos (Int.D) y externos (Ext.D), cuyos comportamientos a través
del tiempo son similares, pero al estar el rostro rotado cierto grado hacia la izquierda del usuario,
las distancias obtenidas en los pares centrales (Int.D 2 y Ext.D 2) y laterales izquierdos (Int.D 3y
Ext.D 3), tienen un menor valor que los laterales derecho. Otra caracteristica que se puede
apreciar en la figura, es que la persona que realiza el movimiento de la boca en el sub-estado de
intermitencia no cierra completamente la boca, por consiguiente, si este fuese un solo estado
junto con el de “Cerrada”, podria tener gran confusién con el estado de “Esperando”, por el
grado de abertura que se encuentra lejos de cuando la persona tiene la boca cerrada. El algoritmo
perteneciente a todo el proceso realizado en el método 2 se presenta en el Anexo C.2.
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Figura 46: Ejemplo de secuencias de cada estado usando OpenFace.

5.3.2.Sistema de reconocimiento de los estados

Para identificar los 3 estados de la boca, se propone el uso de una red neuronal capaz de

procesar pasos temporales, para este caso una red neuronal recurrente con arquitectura LSTM, ya
que, tanto para el primer metodo de extraccion como para el segundo, se utilizan méas de 5 pasos
de tiempo, haciendo que una red neuronal recurrente basica sea poco factible para ser aplicada en
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este caso. En términos generales, la estructura de la red propuesta para las dos bases de datos
extraidas por los dos métodos se puede ver en la Figura 47, en donde, segun la base de datos, la
entrada y la capa LSTM cambian, mientras que la capa totalmente conectada se compone de 3
neuronas, que hacen referencia a las 3 categorias o estados de la boca a identificar. Asimismo,
para la estructura se define la capa LSTM como secuencia-a-etiqueta, puesto que la finalidad de
la red es identificar una secuencia total en vez de etiquetar cada paso de tiempo.

Secuencia de pasos
Entrada

Capa LSTM

Capa Totalmente
Conectada

SoftMax

Clasificacion

Etiqueta de la
Secuencia

Figura 47: Estructura de la red LSTM propuesta.

En esta seccion se muestran las variaciones de la red propuesta y el uso de los datos obtenidos
usando los dos métodos para su entrenamiento y validacion.

a) Arquitectura para el método 1

En esta primera aproximacion realizada, se define una secuencia de entrada matricial de 2x15,
i.e. de 2 valores caracteristicos (alto y relacion alto/ancho) y 15 pasos de tiempo, por
consiguiente, el tamafio de la capa de entrada es de 2 neuronas. En la capa LSTM se fija un valor
de 80 unidades ocultas. La prueba de esta arquitectura se realiza variando su tasa de aprendizaje
de entrenamiento, en otras palabras, se realizan dos entrenamientos, uno con una tasa de 103 y
otro con una tasa de 10 Aunque los dos entrenamientos lograron alcanzar una precision del
100%, con una tasa menor requirid mas de 10 veces el tiempo usado en el primer entrenamiento,
como se muestra en la Figura 48. Sin embargo, en la Figura 49 se puede observar que, al usar
datos no pertenecientes a los de entrenamiento, la red que us6 una tasa mas grande obtuvo un
error superior al 25% identificando los 3 estados, mientras que la otra tuvo un error inferior al
15%. Ahora, realizando la comparativa uniendo los dos sub-estados de “Cerrada” e “Intermedia”
generando el estado de “Masticando”, las dos redes entrenadas obtuvieron resultados cercanos,
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del 97.2% y 97.9%, respectivamente, teniendo de diferencia una equivocacion, tal como se puede
observar en la Figura 50.
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Figura 48: Comportamiento de entrenamiento de la arquitectura propuesta para el método 1.
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Figura 49: Matriz de confusion para 3 estados para los entrenamientos usando a) tasa de 103 y

b) tasa de 104
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Figura 50: Matriz de confusion para 2 estados para los entrenamientos usando a) tasa de 103 y
b) tasa de 104

b) Arquitectura para el método 2

La arquitectura para ser usada con la base de datos obtenida por el metodo 2, se define con una
capa de entrada de 6 neuronas, las cuales hacen referencia a las 6 distancias caracteristicas
definidas para conocer el estado de la boca. Para establecer el nimero de neuronas o unidades
ocultas necesarias en la capa LSTM, se hacen varias sesiones de entrenamiento cambiando la
cantidad de unidades, ya que, debido a que las secuencias poseen mayor cantidad de pasos de
tiempo, se necesita conocer un nimero minimo de unidades para que la red actie de forma
eficiente. Por consiguiente, se varian las unidades ocultas desde 50 (valor minimo requerido para
contemplar todos los pasos de tiempo) hasta 100. Los entrenamientos se realizan con una tasa de
aprendizaje de 10 por 600 épocas. Con estos parametros, se obtienen los resultados de la Tabla

3.

Tabla 3: Precision de entrenamiento y validacion dependiendo del niamero de unidades ocultas

() - ey - e
° 9.,  Precisionde Precision de
3 2R E Entrenamiento  Validacion
x c 2 3
\3 g o
=z 3Cat 2Cat 3Cat 2Cat
Red_1 50 98.7% 99.3% 81.8% 99.0%
Red 2 60 97.7% 99.5% 86.8% 99.0%
Red 3 70 98.8% 99.8% 86.8% 99.3%
Red 4 80 99.2% 99.9% 82.8% 98.3%
Red 5 90 98.8% 99.8% 83.1% 99.0%
Red 6 100 96.8% 97.8% 82.1% 98.6%
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En la tabla se observan 2 columnas en cada seccion de precision, una perteneciente al desempefio
identificando los 3 estados (3 Cat) y la otra realizando la union de los dos sub-estados de
“Masticando” (2 Cat). Como es posible ver, en el entrenamiento la mayoria de las redes
obtuvieron precisiones de entrenamiento superiores al 98%, sin embargo, para verificar que la
red haya aprendido correctamente, se debe analizar la columna de validacion. En esta,
unicamente dos redes obtuvieron una exactitud superior al 85% en el reconocimiento de las 3
categorias, siendo la Red_2, con 60 unidades ocultas, y la Red_3, con 70. No obstante, al realizar
la union de las sub-categorias, la Red_3 obtuvo un mejor comportamiento, superando al resto de
las redes, con un 99.3%.

En términos generales, las redes usando el método 2, a diferencia de las entrenadas usando el
método 1, tuvieron una mejor respuesta identificando los 2 estados principales de la boca
establecidos, superandolas por mas de 1%, incluso requiriendo menor cantidad de épocas de
entrenamiento. Asimismo, el método 2 tiene un mayor grado de robustez para la aplicacion, por
tal motivo, para esta funcién, se hace uso del método 2 de extraccion de caracteristicas, usando
Deep Learning por medio del toolbox OpenFace, en conjunto con la Red_3, que fue la que
mejores resultados obtuvo.

Para ver mas detalladamente como fue el comportamiento de la Red_3, se hace uso de matrices
de confusion. En la Figura 51, se observa el entrenamiento de la red, en donde se evidencia que,
a pesar de tener que aprender 3 veces mas caracteristicas de la boca y una mayor cantidad de
pasos de tiempo que en el método 1, la red llega a mantenerse encima del 90% sobre la época
250, es decir, el costo computacional fue mayor en el método 1. Verificando la capacidad de la
red, se obtienen las matrices de confusion presentadas en la Figura 52. En la Figura 52.a, se
muestra que al clasificar los 3 estados, la mayor confusidn se presenta en el estado de boca
cerrada, clasificando un 36.6% de los datos como “Intermedia”, pudiendo ser provocado por
movimientos inconscientes de las personas de abrir en algun punto la boca o mover rapido los
labios, haciendo que los puntos de referencia tengan un grado de desvio de donde deberian
ubicarse, por el tiempo de procesamiento. Sin embargo, en la Figura 52.b, en donde se unen los
dos sub-estados, tan solo 2 secuencias del estado de “Esperando” son clasificadas erroneamente,
obteniendo la precision mencionada anteriormente, del 99.3%.

Los codigos referentes a la construccion y entrenamiento de las arquitecturas tanto del método 1
como del método 2, se muestran en el Anexo C.3; de igual forma, las pruebas son efectuadas con
el algoritmo del Anexo C.4
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Figura 51: Comportamiento de entrenamiento de la Red_3.
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Figura 52: Matriz de confusion de la Red_3 para (a) 3 estados y (b) 2 estados.

5.4. Acople de algoritmos

Para el acople de los algoritmos implementados, se crea una interfaz gréafica de usuario que

permite ver la interaccion en tiempo real entre el entorno real y virtual, y los resultados de cada
una de las funcionalidades del sistema completo, i.e. el estado actual de la boca, cantidad de
comida y la existencia de obstaculos. La interfaz puede ser observada en la Figura 53, en donde
cuenta con un boton de “Inicio”, con el cual se inicializa la cdmara y la vista del entorno virtual.
Asimismo, hay una opcién en la parte inferior, la cual, al seleccionarla, permite ver el contexto
tridimensional del entorno obtenido por medio de la camara RGB-D. Una vez seleccionado el
botén de inicio, se puede elegir si se empieza la alimentacién o no; si se desea empezar, se
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selecciona la opcion de “Empezar alimentacion”, comenzando con la secuencia de asistencia del
sistema. Esta secuencia se encuentra descrita en el diagrama de flujo de la Figura 54.
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Aviso de
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Estado de
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Camara de Profundidad

'i‘\:m:u Vista de Profundidad

Figura 53: Interfaz gréfica de usuario para control de la tarea de alimentacion asistida.

El proceso empieza con el boton de “Inicio”, en donde se realiza la inicializacion de las variables
del sistema, incluyendo la camara y visualizacion del entorno virtual, y la ubicacion del robot en
su posicion inicial de espera. Un ciclo tipo “mientras” inicia cuando se activa la opcion de
“Empezar alimentacion”, entrando inmediatamente a reconocer si existe o no comida en el plato.
Si la comida no se encuentra (Empty), el sistema finaliza la labor inmediatamente. Si encuentra
comida, ya sea mucha (Plenty) o poca (Few), el robot prosigue con su siguiente paso, ingresando
a otro ciclo interno tipo “mientras”. En este, el sistema comienza a identificar si el usuario esta
masticando o esperando la comida, por medio de la obtencion de la secuencia temporal de
cuadros de video y posterior analisis para obtener los puntos caracteristicos del rostro
(landmarks) y luego ingresarlos a la LSTM desarrollada para verificar el estado actual de la
boca. Si esta masticando o incluso hablando, el sistema entra en un ciclo de espera. Una vez
reconoce que el usuario se encuentra esperando comida, el robot procede a realizar la recoleccion
de comida. Si en el caso que mientras efectla su trayectoria se encuentra un obstaculo, se
verifica que este no genere peligro de colision. Si lo genera, el robot se detiene hasta que el
obstaculo haya sido quitado o no se encuentre dentro del umbral de precaucion, luego sigue
avanzando por su camino hasta llegar el punto de pre-entrega. Ac4, el sistema vuelve a realizar el
reconocimiento de los estados de la boca para saber si el usuario ain tiene la boca abierta; si no
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es asi, se mantiene ciclicamente analizando la boca hasta que entre en estado de “Espera”. Una
vez reconocido este estado, se procede a localizar los puntos en el espacio tridimensional usando
los landmarks y la nube de puntos de la camara RGB-D. Luego, con estos datos, se proporciona
el punto de entrega, se realiza el movimiento de entrega y, finalmente, el robot vuelve a su
posicion inicial.

Durante el proceso de acople de los algoritmos, se presentaron algunos problemas de
funcionalidad que evitaban una correcta operacion o visualizacion del sistema completo, dentro
de los cuales, los dos mas relevantes fueron:

- El robot, al momento de realizar la entrega de la comida, se desviaba a otra posicion
diferente de la estimada de la boca, haciendo que no llegara a donde se encontraba el
usuario. Esto se debio a la utilizacion de los puntos internos de la boca, puesto que no
siempre se ubicaban sobre los labios, sino dentro de la boca, haciendo que los valores
estimados variasen. Para solucionar esta problematica, se decidié realizar la estimacion
de la posicion con los puntos externos centrales de la boca, los cuales siempre se
ubicaban sobre el rostro. No se usan todos los puntos en general, porque cuando el rostro
se encuentra con una rotacion mayor a 45° con respecto a la camara, en ocasiones los
puntos laterales pueden ser ubicados en un pixel que no toca el rostro, sino sobre el
fondo, haciendo que el robot se desvie ain mas en la entrega de comida.

- Cuando se calculaba la estimacion de la posicion de la persona en el entorno real y se
pasaba al virtual para la entrega de alimentacion, no se podria conocer si el robot
realmente llegaba a donde estaba la persona, ya que no habia un punto de referencia para
esto. Para solucionarlo, se hace uso del punto de referencia del obstaculo, que para ese
caso se visualiza como el punto de llegada en el entorno virtual (para el movimiento final
del efector llegando a la boca del usuario), con lo que es posible medir si efectivamente el
robot arribé al punto localizado en el entorno real.

Una vez se verifica una correcta operacién del acople de los algoritmos, se realizan las pruebas
en tiempo real usando la interfaz grafica desarrollada. Para esto, se establecen 3 ambientes de
trabajo, cuya variacion principal se centra en el cambio de iluminacion los cuales son:

- Buena iluminacién natural, sin necesidad de luz artificial
- Baja iluminacion natural, sin uso de luz artificial
- Alta iluminacion, usando luz artificial

Con estos parametros de prueba, se realizan ciclos completos de alimentacion para observar el
comportamiento de cada uno de los algoritmos en un entorno real de pruebas, asi como el
completo funcionamiento del sistema de alimentacion, realizando la interaccion del entorno real
con el simulado.
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Figura 54: Diagrama de flujo del proceso de alimentacion asistida.
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a) Prueba de funcionamiento con buena iluminacién

La operacion del algoritmo en este ambiente fue en donde mejor funciond. EIl reconocimiento de
existencia de alimentos clasificaba correctamente la cantidad de alimento en el plato, como se
puede apreciar en la Figura 55, en donde segun el monto actual, decia si habia mucha, poca o el
plato vacio. Los obstaculos (manos) los identificaba adecuadamente, incluso llegando a
identificar diferentes posiciones de la mano y ésta siendo ocluida por el robot, aunque algunas
veces identificaba parte del rostro como un obstéaculo, lo que no interferia en el normal desarrollo
del ciclo de asistencia. De igual forma, al generar una buena localizacion de los obstéaculos, el
robot paraba al tener cercania con éste, tanto sobre el plato como en la trayectoria hacia el
usuario. Asimismo, en cuanto a la identificacion de los estados de la boca, se prob6 con la boca
cerrada, abriéndola y cerrandola, y realizando la apertura completa, donde el algoritmo identifico
correctamente cada uno de los estados.

b) Prueba de funcionamiento con baja iluminacion

Dentro del entorno con baja iluminacion, la deteccion de obstaculos falsos positivos se redujo
notoriamente, localizando correctamente las manos de las personas. El inconveniente que se
presento fue al momento de identificar el estado de la boca de la persona, en donde, aunque para
el estado de “masticando” todas fueron correctamente clasificadas, cuando se efectuaba la
identificacion del estado “esperando” los puntos no se generaban sobre los labios, a menos que
los dientes superiores fueran visibles para la cdAmara, puesto que, por la oscuridad, a la red de
obtencién de los landmarks se le dificultaba si la boca efectivamente se encontraba abierta, tal
como se muestra en el primer ejemplo de la Figura 56.

En la Figura 57, es posible apreciar el traspaso de la posicién de la boca del usuario del entorno
real al entorno virtual, en donde el punto rojo indica la posicién estimada por la camara RGB-D
y los landmarks obtenidos. Cuando se localiza la boca y el usuario esta en espera, el robot lleva
la cuchara a la posicién, se mantiene 3 segundos quieto, y luego se retira suavemente a su
posicion de espera, y luego a la inicial. En las pruebas realizadas, el robot efectivamente llegaba
al punto estimado por el sistema.

c) Prueba de funcionamiento con alta iluminacion artificial

En este tipo de ambiente, el sistema de deteccion de obstaculos fue donde mas falsos positivos
presentaba, localizandolos en el plato de comida, como es posible observar en la Figura 58,
posiblemente debido a la forma que podia presentar la comida junto con el plato y el brillo
generado, al igual que en el brazo del usuario y en partes del entorno que no tenian similitud
alguna con una mano, como por ejemplo la pintura del fondo. Sin embargo, seguia reconociendo
correctamente los que si eran manos. En cuanto al reconocimiento de los estados de la boca, el
sistema lo realizaba sin ningun inconveniente en las ocasiones que se realizo.
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Figura 55: Prueba con buena iluminacion.
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Figura 58: Prueba con alta iluminacion artificial.

En este entorno, uno de los problemas mas relevantes surgié cuando se iba a identificar la
comida en el plato, puesto que, cuando habia una cantidad reducida, la red la identificaba como
“vacia” (empty), siendo que estd era para clasificacion de “poca”, ya que la comida era visible,
tal como sucede en el ejemplo de la Figura 59.

Otra situacién que se presento, la cual puede suceder en cualquier entorno, es que el robot no sea
capaz de llegar al punto de contacto debido a las dimensiones del mismo robot y
posicionamiento de la boca, como se muestra en la Figura 60. Aunque es posible mover la
altima articulacién para alcanzar la posicion correcta, el problema radica en los alimentos que
lleva la cuchara, puesto que, para evitar que se derramen o caigan, es necesario ubicar el efector
final a aproximadamente 15° bajo la horizontal, por tal motivo, este debe mantenerse en esta
posicion desde que recolecta los alimento hasta que los entrega al usuario. Para suprimir esta
problematica, seria necesario usar un brazo mas grande o ubicar la tabla a una altura mayor,
segun sea la altura del usuario a quien se va a asistir.

En general, el sistema tuvo un buen desempefio, teniendo en cuenta que la idea de usar diferentes
entornos, es que el algoritmo trabaje en un ambiente no controlado y no se requiera de
condiciones especiales para su funcionamiento. Sin embargo, los tiempos para completar un
ciclo de alimentacion en cada una de las pruebas, fueron de aproximadamente 2 minutos, lo cual
hace que el sistema acoplado sea de cierta manera lento, aunque esto se debe principalmente a
los chequeos de seguridad del estado de la boca (con duracion de entre 5 y 8 segundos) y al
constante uso de la informacion tridimensional junto con la Faster R-CNN, lo que hace que el
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costo computacional sea alto, y por consiguiente, los tiempos de procesamiento tiendan a
aumentar.
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Figura 59: Clasificacion erronea de la cantidad de comida dentro de la prueba.
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Figura 60: Situacion de no alcance a la ubicacion de la boca del usuario.
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Capitulo 6 Conclusiones y Trabajos
Futuros

Se logré verificar la capacidad de las técnicas de Deep Learning en su aplicacion dentro de las

funciones que componen la ejecucién de la tarea de alimentacion asistida para personas, por
medio del reconocimiento de patrones en imagenes y secuencias temporales de estados de partes
del cuerpo, en este caso de la boca, de las personas. Este aporte permitio demostrar la posibilidad
de usar éstas técnicas en la interaccion hombre-maquina con un alto desempefio, sobretodo en
labores asistenciales, en donde estas a la fecha han sido escasamente implementadas.

Se construyeron diferentes bases de datos acorde a las funcionalidades de la tarea de
alimentacion asistida, siendo estas la base principal para el desarrollo de una aplicacion basado
en técnicas de aprendizaje profundo, en donde una correcta elaboracion de estas, con suficiente
variacion de posibles entornos de trabajo, permite que el entrenamiento de las redes neuronales
sea eficiente y se obtengan altos porcentajes de exactitud, asi como su correcto funcionamiento
en un entorno real, tal como se mostrd con los resultados y pruebas realizadas de cada red
neuronal.

El identificar cuando la persona requiere de mas comida o se encuentra procesandola, es una
funcion que no se habia trabajado, ya que normalmente las caracteristicas de la boca son usadas
en conjunto con las del resto del rostro para otros tipos de aplicaciones. Por esta razon, se
incursiond en la tarea de generar un sistema que pudiese identificar ciertos estados de la boca
para generar mayor autonomia del robot, de forma tal que el paciente no requiriera de
accionamientos por medio de botones, sino que, usando visién de maquina, el asistente robotico
supiese en qué momento alimentar a la persona. Este sistema se logré realizar por medio de la
utilizacion de 2 técnicas de Deep Learning, una arquitectura en cascada de CNNs para identificar
los diferentes puntos caracteristicos del rostro, extrayendo los referentes a la boca, y por medio
de secuencias de videos de personas comiendo y requiriendo comida, reconocer estos estados
usando una red neuronal recurrente con arquitectura LSTM, alcanzando un 99.3% de exactitud
clasificandolos.

Dentro de la asistencia de alimentacion, una funcionalidad importante para un agente autbnomo,
es el conocer en qué momento ha terminado de recolectar todo el alimento para finalizar su tarea,
lo cual fue desarrollado en este trabajo dentro de una de las funciones caracteristicas, por medio
de una CNN, la cual obtuvo un alto nivel de exactitud en sus pruebas, de aproximadamente un
98%, incluso con grandes variaciones de iluminacién y diferentes tipos de comida, permitiendo
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verificar la existencia de comida en el plato, dividida en 3 categorias, dependiendo de la cantidad
que hubiese en éste.

Una de las problematicas que existen cuando se alimenta a una persona, son las posibles
obstrucciones que ésta puede realizar con sus brazos, ya sea por movimientos que haga o
simplemente porque no desea recibir la comida, por consiguiente, una funcionalidad requerida
por un asistente robo6tico autonomo es el conocer cuando se presentan estas situaciones para
evitar lastimar al paciente, 0 persona externa que pueda también realizar estas acciones, por lo
cual, dentro del algoritmo, se implement6 una arquitectura de una CNN basada en regiones capaz
de localizar los posibles obstaculos realizados por las personas, enfocdndose principalmente en
las manos, el cual, aunque su precision media en localizacion fue inferior al 80%, debido a las
diferentes variaciones de forma que la mano puede presentar, incluso con distorsion total, su
desempefio en las pruebas mostraron buenos resultados, asi como la capacidad de reconocer la
mano en diferentes posiciones. Por otro lado, la aplicacion del umbral de confidencia permitid
eliminar gran cantidad de falsos positivos que generaba la red, pero de igual manera, en
ocasiones afectaba las correctas estimaciones de posicion de las manos en la imagen.

Teniendo 3 funcionalidades con un gran desempefio en sus respectivas tareas, se realizo el acople
de éstos por medio de un entorno grafico de usuario, en donde cada una era activada segun el
proceso de la tarea de alimentacion. Para dar una mayor seguridad del sistema, se agreg6 doble
verificacién del estado de la boca del usuario; adicionalmente, se aplicaron fronteras de
seguridad al momento de detectar un obstaculo para la mitigacién de colision del robot contra el
usuario, de forma tal que se conociera su posicién real con respecto al robot por medio de la
adquisicion de su informacion tridimensional, para saber si se atravesaba en su trayectoria y asi,
tomar la decision de parar o avanzar; finalmente, se realiza un chequeo de existencia de comida
luego de cada ciclo de alimentacion.

Aunque el acople funcion6 correctamente, el tiempo de ejecucion de cada ciclo era de
aproximadamente 2 minutos, un tiempo largo para dar de comer al usuario. Esto fue
principalmente debido a la necesidad del analisis tridimensional del obstaculo y en cierta medida
al procesamiento requerido por la Faster R-CNN, y al uso de un toolbox externo para localizar
los puntos de la boca, el cual debia ser precargado en cada verificacion del estado de la boca,
haciendo que el proceso se extendiera. Por otro lado, el tiempo de espera puede ser reducido en
cuando a, mientras la persona mastica su alimento, el robot puede ir efectuando la tarea de
recoleccion del alimento, asi al pasar el alimento, el robot estaria a la espera de entrega del
siguiente ciclo, pero se reduciria una verificacion de requerimiento de comida.

Al evaluar todos los algoritmos en tiempo real, en un ambiente donde la iluminacion fue variada
en 3 ocasiones, pasando de una buena iluminacién, poco iluminada y usando iluminacion
artificial, se evidencid que los algoritmos propuestos actuaban adecuadamente, principalmente el
de identificacion de los estados de la boca y cuando la iluminacion no era favorable (baja
iluminacién) para el algoritmo en general. En cuanto a la funcién de identificacion de obstéaculos,
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una alta iluminacion directa al plato de comida cuando tiene alimento, hace que la red lo
identifiqgue como un obstaculo, posiblemente por la forma que puede tener la distribucién de la
comida en este, haciendo que el robot se detenga, pero al cubrirlo con sombra, el falso positivo
sobre el plato desaparece. Sobre la identificacion de comida, la alta iluminacion también tenia
una incidencia sobre la identificacion del alimento, haciendo que, aunque hubiese un poco de
comida en el plato, lo identificase como vacio.

TRABAJOS FUTUROS

La robdtica asistencial ha comenzado a tener un gran auge gracias a los grandes avances
tecnoldgicos, y la utilizacion de técnicas cada vez mas robustas, como las implementadas en este
desarrollo, para aumentar la autonomia de la persona a la que se asiste, ha sido crucial para
mejorar la interaccion con estos asistentes. Teniendo en cuenta esto, en conjunto con lo
implementado en este trabajo, se espera implementar de forma completa el sistema desarrollado
acoplado a un prototipo robético real mas robusto como trabajo futuro, con el fin de construir un
sistema asistencia completamente funcional, que elimine las limitaciones encontradas por el
robot utilizado, asi como la adicion de una camara integrada al brazo roboético, que dé una mejor
perspectiva de lo que actualmente esta viendo el asistente.

Una gran ventaja de las técnicas de Deep Learning, es la versatilidad de sus arquitecturas, las
cuales varian dependiendo de la aplicacion en la que se vaya a usar. Aunque estas técnicas
pueden lograr un alto nivel de confiabilidad, el tiempo de procesamiento y respuesta se ven
afectados al requerir de un uso individual seccionado de cada arquitectura a lo largo de la
realizacion de una labor; esto permite abrir la posibilidad de mejorar el acople de estos
algoritmos de una forma sinérgica en una arquitectura mas robusta, de forma tal que ésta sea
capaz de suplir las funciones de todas las redes en una sola, asi como la adicion de una mejor
interaccion en un entorno tridimensional, dando paso a nuevas propuestas que aporten al
conocimiento, enfocandose en estructuras multi-tarea.
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ANexos

Anexo A: Cadigo fuente de deteccidn de comida

Anexo A.1: Elaboracion base de datos de comida

[Ie)

%% Recortar iméagenes

imds = imageDatastore('../Videos/Comida'):;

for 1 = l:size(imds.Files, 1)
im = imread(imds.Files{i}):;
imc =

im(size (im, 1) *2/34+1l:size(im,1l),size(im,2)*1/2+1:size(im,2)*7/8,:);
imc = imresize(imc, [120 NaN]) ;
filename = ['FotosOriginales/Foto',num2str(i),'.jpg']l;
imwrite (imc, filename) ;

end

o0

% Augmentation de Empty

imdsl = imageDatastore('../Videos/Comida') ;

imds = imageDatastore('FotosOriginales/Train/Empty') ;
B = regexp(imds.Files, '\d*', "Match');

for 1 = 1l:size(B,1)
aa = str2double (B{i});
im imread(imdsl.Files{aa});
imc =

im(size(im,1)*2/3+1l:size(im,1l),size(im,2)*1/2+1+20:size(im,2)*7/8+20,

)
imc = imresize(imc, [120 NaN]) ;
filename =
['FotosOriginales/Train/Empty/Foto', num2str (aa+500),"'.Jpg']1;
imwrite (imc, filename) ;

end
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Anexo A.2: Aumento de la base de datos

clc;clear all;close all;

%%%%%%%%%%%%%%% Modificar %$%%%%%%%%%%%%%%%%%%

Cate = 'Plenty'; SEmpty Few Plenty

location = char(['FotosOriginales/Train/',Cate]);

imds =

imageDatastore (location, 'IncludeSubfolders', 1, 'LabelSource', 'foldernam
es');

type = 'Train'; % Train Test

000000000000000000000000000000000000000000

tbl = length(imds.Files);

J=0;
for i=1:1:tbl

i
img(:,:,:,1) = imread(imds.Files{i});
img(:,:,:,2) = img(:,:,:,1)*0.8;
img(:,:,:,3) = img(:,:,:,1)*0.9;
img(:,:,:,4) = img(:,:,:,1)*1.1;
img(:,:,:,5) = img(:,:,:,1)*1.2;
if 1 < 10

for 7 = 1:5
file = ['Fotos/', type, '/', Cate,
'/Foto',num2str(j), ' 0000', num2str(i),'.jpg']l;
imwrite(img(:,:,:,3),file);
end
elseif 10 <= i && 1 < 100
for 3 = 1:5
file = ['Fotos/', type, '/', Cate,
'/Foto',num2str(j), ' 000', num2str(i),'.jpg'l;
imwrite(img(:,:,:,3),file);
end
elseif 100 <= 1 && i < 1000
for 3 = 1:5
file = ['Fotos/', type, '/', Cate,
'/Foto',num2str(j), ' 00', num2str(i),'.jpg'l;
imwrite(img(:,:,:,3),file);
end
elseif 1000 <= 1 && 1 < 10000
for 3 = 1:5
file = ['Fotos/', type, '/', Cate,
'/Foto',num2str(j), ' 0', num2str(i),'.jpg']l;
imwrite(img(:,:,:,7J),file);
end
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else
for 3 = 1:5
file = ['Fotos/',

'/Foto',num2str(j), ' ', num2str(i),'.jpg']l;

type,

'/"

iﬁwrite(img(:,:,:,j),file);

end
end

end

Cate,
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Anexo A.3: Funciones de construccion y entrenamiento de la CNN
clear;

[trainingDS, ValidationDS]= CNN Setup();
[opts, layers] = CNN init(ValidationDS);

%$Para Entrenar desde cero
[net, info] = trainNetwork(trainingDS, layers, opts);

o°

%$Para entrenar desde determinada epoca

load ('data/epoch/net checkpoint 40350 2019 01 15 00 03 30.mat');
lgraph = layerGraph (net) ;

[net, info] = trainNetwork(trainingDS, lgraph, opts):;

o° oP

o

save ('data/LastEpochCNN.mat', 'net') ;
save ('data/Info.mat', 'info') ;

function [trainingDS, ValidationDS] = CNN Setup ()

[

%% Training

location = 'Fotos/Train';

imds =

imageDatastore (location, 'IncludeSubfolders', 1, 'LabelSource', 'foldernam
es');

tbl = countEachLabel (imds) ;

o)

minSetCount = min(tbl{:,2}); % determine the smallest amount of images
in a category

Use splitEachLabel method to trim the set.

imds = splitEachLabel (imds, minSetCount) ;

o\

o

\O

¢ Notice that each set now has exactly the same number of images.
countEachLabel (imds)

trainingDS = imds;

% Convert labels to categoricals

trainingDS.Labels = categorical (trainingDS.Labels)
trainingDS.ReadFcn = @readFunctionTrain;

%% Validaciodn

locationl = 'Fotos/Test';

imdsl =

imageDatastore (locationl, 'IncludeSubfolders', 1, 'LabelSource', 'folderna
mes');

tb2 = countEachLabel (imdsl) ;
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minSetCountl = min(tb2{:,2}); % determine the smallest amount of
images in a category

Use splitEachLabel method to trim the set.

imds = splitEachLabel (imdsl, minSetCountl) ;

o°

o°

\O

¢ Notice that each set now has exactly the same number of images.
countEachLabel (imdsl)
ValidationDS = imdsl;

% Convert labels to categoricals
ValidationDS.Labels = categorical (ValidationDS.Labels);

ValidationDS.ReadFcn = @readFunctionValidation;
function [opts, lgraph] = CNN init (ValidationDS)
D = 32;

%$Inicializacidén de la convolucién 1 y el Fully-connected
convl = convolution2dLayer(3,D, 'Stride', 1, 'Padding',1, ...
'BiasLearnRateFactor',2, ...
'name', 'convl'); $120 240
convl.Weights = gpuArray(single(randn([3 3 3 D])*0.001));

fcl = fullyConnectedLayer (1024, 'BiasLearnRateFactor',2, 'name', 'fcl');
fcl.Weights = gpulArray(single(randn([1024 7*15*D*8])*0.1));

fc2 = fullyConnectedLayer (2048, 'BiasLearnRateFactor',2, 'name', "'fc2');
fc2.Weights = gpuArray(single(randn([2048 1024])*0.1));

09000000000000000000000000000000000000000000000000000000000000000000000

fc3 = fullyConnectedLayer (3, 'BiasLearnRateFactor',2, 'name', "fc3");
fc3.Weights = gpuArray(single(randn([3 2048])*0.1));

S22 0228000000008 0098009000000080000800000000000000800000000080000800000 05

Mid Layers = [

convl;
batchNormalizationLayer ('Name', 'batchnl")
relulLayer ('name', 'Relu convl'); %120 240

convolution2dlLayer (3,D, 'Padding', 1, 'BiasLearnRateFactor', 2, 'name', 'con
v2');
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batchNormalizationLayer ('Name', 'batchn2")
relulLayer ('name', 'Relu conv2'); %120 240

maxPooling2dLayer (2, 'Stride', 2, 'name', "pooll"); %60 120

convolution2dlLayer (3, (D*2), 'Padding',1, 'BiasLearnRateFactor',2, 'name’,
'conv3');

batchNormalizationLayer ('Name', 'batchn3")

relulLayer ('name', 'Relu conv3'); $60 120

convolution2dlLayer (3, (D*2), 'Padding',1, 'BiasLearnRateFactor',2, 'name’,
'conv4d ') ;

batchNormalizationLayer ('Name', 'batchn4d")

relulayer ('name', '"Relu conv4d'); %60 120

maxPooling2dLayer (2, 'Stride',2, 'name', 'pool3"); %30 60

convolution2dLayer (3, (D*4), 'Padding',1, 'BiasLearnRateFactor',2, 'name’,
'convb5');

batchNormalizationLayer ('Name', 'batchn5")

relulayer ('name', '"Relu conv5'"); %30 60

maxPooling2dLayer (2, 'Stride',2, 'name', 'poold"); %15 30

convolution2dLayer (3, (D*8), 'Padding',[1 0 1

1], 'BiasLearnRateFactor', 2, 'name', 'convo') ;
batchNormalizationLayer ('Name', 'batchn6')
relulLayer ('name', 'Relu conv6'); %14 30

maxPooling2dLayer (2, 'Stride', 2, 'name', "pool5"); %7 15

9000000000000000000000000000000000000000000000000000000000000000000000

Final Layers = [
fcl;
relulLayer ('name', 'Relu fcl');
dropoutLayer (0.5, 'name', "dropFCl'");
fc2;
relulLayer ('name', 'Relu fc2');
dropoutLayer (0.5, 'name', "dropFC2'");
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layers = [

o9 o909

lgraph =

imageInputlLayer ([120

Mid Layers;
Final Layers;

fc3;

softmaxLayer ('name', "'softmax')
classificationLayer ('name', 'classification')

9900000000000000000000000

layerGraph (layers) ;

figure

plot

26

opts

(Lgraph) ;

90 Imagenes

909900

Define the training options.

7 o o o

4, ...

7 o o o

= trainingOptions('sgdm', ...
'InitiallearnRate’', le-4
'L2Regularization’', 0.00
'Shuffle', 'every-epoch'
'MaxEpochs', 150, ...
'MiniBatchSize', 10, ...
'Verbose', true, ...
'VerboseFrequency', 269,

S

o

S

o

'ValidationData',ValidationDS,
'ValidationFrequency', 269,

'ValidationPatience'
'Plots', '"training-progre
'ExecutionEnvironment’',

, Inf,
ss',
'auto!

'CheckpointPath', 'data\epoch')

S

o

S

o

S

o

S

o

S

240 3], 'name', "Input'");

S

S

o

S

o

S

S

o

S

o

S

S

o

o

o

o

o

o

S
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Anexo A.4: Funciones de obtencién de activaciones

close all;
clear;

$# de imagen
prompt = 'Image Number: ';
kk = input (prompt) ;

load('data/LastEpochCNN.mat"') ;

location = 'Fotos/Test';

imds =

imageDatastore (location, 'IncludeSubfolders', 1, 'LabelSource', 'foldernam
es');

tbl = countEachLabel (imds) ;

testImage = imread(imds.Files{kk});

%% Strongest Activations of ALL Relu LAYERS
net.Layers

prompt = 'Layer Name: ';

layerl = input (prompt) ;

im = testImage;

[m,n,~] = size(im);

actl = activations(net,im, layerl); % Choose the required layer
actl = reshape(actl, [size(actl,l) size(actl,2) 1 size(actl,3)1]):;
actl scaled = mat2gray(actl);

% im = imresize(im, [128 128]);

imgSize = size (im);

imgSize = imgSize(l:2);

tmp = actl scaled(:);

lim = stretchlim(tmp) ;

lim(1) = 0;

tmp = imadjust (tmp,lim);

actl stretched = reshape (tmp,size(actl scaled));
[maxValue,maxValuelIndex] = max (max (max (actl)));

actlchMaxl = imresize (mat2gray(actl(:,:,:,maxValuelndex)),imgSize);
% Show all activations

figure

montage (actl stretched)

title('Activations', '"Interpreter', 'none')

% Show strongest activation
figure

montage (actlchMaxl)

%$Show Original Image

figure

imshow (im)
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for 1 = l:size(actl, 4)
rgb(:,:,:,1) =
imresize (ind2rgb (gray2ind (mat2gray(actl (:,:,:,1)),255)...
,Jjet (255)),1imgSize) ;
end

% Show all the heatmap filters
figure
montage (rgb) ;

Q

% Show ALL the Filter overlaped on the original image
for 1 = l:size(actl,4)

mm = figure;

imshow (im) ;

hold on

h = imagesc(rgb(:,:,:,1));

set (h, 'AlphabData', 0.65);

hold off

F = getframe (mm) ;
[X,Map] = frame2im(F);
imm(:,:,:,1) = X(33:334+m-1, 92:92+n-1, :);

close
end
[YTest,err] = classify(net, im)
prompt = 'Amount of activations to choose: ';
numact = input (prompt) ;
for i = l:numact
lab = ['Choose Activation ', num2str(i),'/' num2str (numact), ':

"1
al = input(lab);
m img(:,:,:,1) =
end

imm(:,:,:,al);

if size(im,3) == 1
figure
montage (cat (4, repmat ( (im), [1,1,3]),m img), 'size', [1 numact+l]);
else
figure
montage (cat (4,im, m img), 'size', [1 numact+1]);
end
colormap (jet (255)) ;
colorbar ('eastoutside') ;

o
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Anexo B: Codigo fuente de reconocimiento de obstaculos

Anexo B.1: Entrenamiento de la Faster R-CNN

%% Training
c
clear

Q
=

[o)

% Cargar la base de datos
load('Hands640 Augm.mat');

trainingDS = dataset;

% Funcidén de construccidédn CNN
[opts, layers] = CNN init F();

rnet, info] = trainFasterRCNNObjectDetector (trainingDSs,
MinBoxSizes', [30 30],...
'"NumRegionsToSample', [256 128 256 128]);

%% Para Entrenar desde cero
\}

save('Data_F/LastEpochCNN_ResSO.mat', 'rnet') ;

save ('Data F/Info Res50.mat', 'info') ;
function [opts, layers] = CNN init F()
D = 32;

$Inicializacidén de la convolucidén 1 y el Fully-connected
convl = convolution2dLayer (3,D, 'Padding',1,...

'name', 'convl');
convl.Weights = gpuArray(single(randn([3 3 3 D])*1le-3));

fcl = fullyConnectedLayer (1024, 'name', "fcl'");
fcl.Weights = gpuArray(single(randn([1024 4*4*D*8])*0.1))

fc2 = fullyConnectedLayer (2048, 'name', 'fc2'");
fc2.Weights = gpulArray(single(randn ([2048 1024])*0.1));

fc3 = fullyConnectedLayer (2, 'name', 'fc3');
fc3.Weights = gpulArray(single(randn([2 2048])*0.1));

layers,

.
4

opts,
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Mid Layers = [

1;

convl;
relulLayer ('name', 'Relu convl');

convolution2dLayer (3,D, 'Padding', 1, "'name', 'conv2');
relulLayer ('name', 'Relu conv2');

maxPooling2dLayer (2, 'Stride', 2, 'name', "pooll");
convolution2dLayer (3, (D*2), 'Padding',1, "name', "conv3');
relulayer ('name', '"Relu conv3');

convolution2dLayer (3, (D*2), 'Padding', 1, "name', "conv4d');
relulLayer ('name', 'Relu convéd');

maxPooling2dLayer (2, 'Stride', 2, 'name', "pool2");
convolution2dLayer (3, (D*4), 'Padding',1, "name', "convb');
relulLayer ('name', 'Relu conv5');

convolution2dLayer (3, (D*4), 'Padding', 1, "name', "conve');
relulLayer ('name', 'Relu convo6');

maxPooling2dLayer (2, 'Stride', 2, 'name', "'pool3");
convolution2dLayer (3, (D*8), 'Padding', 1, "name', "conv7');
relulLayer ('name', 'Relu conv’/');
convolution2dLayer (3, (D*8), 'Padding',1, "name', "conv8') ;

relulLayer ('name', 'Relu conv8');

maxPooling2dLayer (2, 'Stride', 2, 'name', "'poold");

Final Layers = [

fcl;

relulayer ('name', '"Relu fcl');
dropoutLayer (0.5, 'name', "dropFCl'");
fc2;

relulLayer ('name', 'Relu fc2');
dropoutLayer (0.5, 'name', "dropFC2'");
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% Link layers
layers = [ ..
imageInputlLayer ([32 32 3], 'name', "Input');

Mid Layers;
Final Layers;

fc3;
softmaxLayer ('name', 'softmax')
classificationlLayer ('name', 'classification')

lgraph = layerGraph (layers);
plot (lgraph) ;

% Define the training options.

% Options for step 1

optionsStagel = trainingOptions ('sgdm',
'Shuffle', 'every-epoch',
'MiniBatchSize', 1,
'MaxEpochs', 100,
'InitiallearnRate', le-3,
'Verbose', true,
'VerboseFrequency', 6205,
'CheckpointPath', 'Data F\epoch');

% Options for step 2

optionsStage?2 = trainingOptions ('sgdm',
'Shuffle', 'every-epoch',
'MiniBatchSize', 1,
'MaxEpochs', 150,
'InitiallearnRate', le-3,
'Verbose', true,
'VerboseFrequency', 6205,
'ExecutionEnvironment', 'auto',
'CheckpointPath', 'Data F\epoch');

% Options for step 3.

optionsStage3 = trainingOptions('sgdm',
'Shuffle', 'every-epoch',
'MiniBatchSize', 1,
'MaxEpochs', 80,
'InitiallearnRate', 5e-4,
'Verbose', true,
'VerboseFrequency', 6205,
'CheckpointPath', 'Data F\epoch');

% Options for step 4.

optionsStaged4 = trainingOptions('sgdm',

17
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opts

'Shuffle', 'every-epoch',
'MiniBatchSize', 1,

'MaxEpochs', 100,
'InitiallLearnRate', le-4,
'Verbose', true,
'VerboseFrequency', 6205, ...
'ExecutionEnvironment', 'auto',
'CheckpointPath', 'Data F\epoch');

= [
optionsStagel
optionsStage2
optionsStage3
optionsStaged
17
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Anexo B.2: Cddigo para validacion para una red

[o)

% Read test image
clear

load('Data_F/LastEpochCNNS.mat'); detector = rnet;
load('Hands640 testAugm.mat');

o°

o\°
o\°

Prueba en imagen individual

mm = 6196;

im = imread (dataset.imageFilename{mm}) ; %252 351

tic

[bboxe, score, label] = detect(rnet, im);

toc

% Display the detection results

[he, wi,~] = size(im);

[n,~] = size(label);

unig = unique (label, 'stable');

outimg = im;

for 1 = 1:n
if score(i)> 0.95
annotation = sprintf('%s: (%f.2)', label(i), score(i));
outimg = insertObjectAnnotation (outimg, 'rectangle',
bboxe (i, :), annotation, 'LineWidth',2, 'FontSize',8);
end
end

% end

figure

imshow (outimg) ;

axis off

o)

% Rol verdadero

bboxess = dataset.Hand{mm};
[n,~] = size (bboxess);
outimg = im;
for 1 = 1:n
annotation = sprintf ('Hand');
outimg = insertObjectAnnotation (outimg, 'rectangle',
bboxess (i, :), annotation, 'LinewWidth', 2, 'FontSize', 8);
end
% end
figure

imshow (outimg) ;
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axis off

o°
o°

[o)

% Run detector on each image in the test set and collect results.
clear sco LabsRes
testData = dataset;

resultsStruct = struct([]):
resultsStructl = struct ([]);
kkk = 1;

for i = 1l:height (testData)

i
clear scores bboxes labels labeee

% Read the image.
I = imread(testData.imageFilename{i}):;

% Run the detector.

[bboxe, score, label] = detect (detector, I,'MinSize', [31
431);

resultsStruct (i) .Boxes = bboxe;

resultsStruct (i) .Scores = score;

resultsStruct (i) .Labels = label;
[n,~] = size(label);

bboxes = [];

scores = [];

labels = categorical ([]):;

at = 1;

if ~isempty (bboxe)
for k = 1:n
if score(k)>= 0.95

scores(at,l) = score (k);
bboxes (at, :) = bboxe (k, :);
labels (at,1) = label (k);
at = at+1;
end
end
else
bboxes = [];
scores = [];
labels = [];
end

resultsStructl (i) .Boxes = bboxes;
resultsStructl (i) .Scores = scores;
resultsStructl (i) .Labels = labels;



end

%% Convert the results into a table.
results = struct2table(resultsStruct);
% Extract expected bounding box locations from test data.
expectedResults = testData(:, 2:end);
temp = table2cell (expectedResults);
kkk = 0;
for i = 1l:height (expectedResults)
for j = 1l:width (expectedResults)
if ~isempty (temp{i,J})
kkk = kkk + 1;
Labss (kkk, :) =
categorical (cellstr ( (expectedResults.Properties.VariableNames(j))));
end
end
end
compar = [expectedResults(:,1), results(:,1:2)];

classes = rnet.ClassNames;

if strcmp (char(classes (end)), "Background')
A = cell (height (testbhata), 1),
expectedResults.Background = A;

% Evaluate the object detector using Average Precision metric.
[ap, recall, precision] = evaluateDetectionPrecision (results,
expectedResults) ;

%% Plot precision/recall curve

ww = width (testData) - 1;

lab = [[1 0 0];[0 O 1],[0 O O];([1 O 11;[0 1 O],[0 1 171;[1 1 01;I[1 0.5
0.153]; [0 0.5 0]; [0.5 0.25 0.25]; [1 0.5 1171;

figure

if ww > 1

for 3 = 1l:ww

plot (cell2mat (recall(3j)),
cell2mat (precision(j)), '"MarkerFaceColor',lab (3, :));

tit(2,3) = {ap(3)};
tit(1l,J) = {classes{j}}:
lege{j,1} = char([classes{j},' = "', num2str(ap(j),'%.3f")1]1);
hold on

end

if strcmp(char(classes (end)), 'Background")
% legend(classes (l:end-1)");
legend(lege(l:end) ") ;

else
% legend(classes(l:end) ") ;
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legend(lege(l:end) ") ;
end
title('Average Precision')
else
plot (cell2mat (recall(1l,1)),
tit(2,1) = {ap};
tit(1,1) = {classes (1) };

cell2mat (precision(1,1)))

lege{j,1} = char([classes{l},' = ', num2str(ap(l),'%.3f")]);

legend(lege(l:end) ") ;
title('Average Precision')

end

ylim ([0 17]);

x1im([0.5 17);

xlabel ('"Recall')

ylabel ('Precision')

grid on

hold off

96



Anexo B.3: Cddigo para observar las activaciones de la red

close all;
clear;

load('Data F/LastEpochCNN5.mat');

load('Hands640 testAugm.mat'); %$Hands Hands640
%% Prueba en imagen individual

$# de imagen

prompt = 'Image Number: ';

mm = input (prompt) ;

$ mm = 1347;

testImage = imread(dataset.imageFilename{mm}) ;

im = testImage;

%% Activation SoftMax
[

heightl, widthl, ~] = size(testImage);
aaaa = SeriesNetwork (rnet.Network.Layers);
aaal = aaaa.lLayers(1:20);

aaa?2 = aaaa.layers(31:39);

net = SeriesNetwork([aaal;

maxPooling2dLayer (2, 'Stride',2, 'name', "'pool2"); aaaZ2l);
featureMap = activations((net), im, 'softmax', 'OutputAs',
'channels');

Map = featureMap(:, :, 1);

% Resize stopSignMap for visualization

Map = imresize (Map, [heightl, widthl]);

% Visualize the feature map superimposed on the test image.
featureMapOnImage = imfuse (im, Map)

figure

imshow (featureMapOnImage)

axis off

%% Strongest Activations of ALL Relu LAYERS
net.Layers
prompt = 'Layer Name: ';

layerl = input (prompt) ;

[m,n,~] = size(im) ;

actl = activations (net,im, layerl); % Choose the required layer
actl = reshape(actl, [size(actl,l) size(actl,2) 1 size(actl,3)1):;
actl scaled = mat2gray(actl);

imgSize = size (im);

imgSize = imgSize(1l:2);
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tmp actl scaled(:);
lim = stretchlim(tmp)
lim (1) = 0;

tmp imadjust (tmp, 1im) ;

actl stretched = reshape (tmp,size(actl scaled));

[maxValue, maxValueIndex] = max (max (max(actl)));

actlchMaxl = imresize (mat2gray(actl(:,:,:,maxValuelIndex)),imgSize);
5555555555555 55555%555555%555555%555%555%555%555%55%5%555%55%5%55%5%55%5%%5%%%5%%
%% Get the Heat map

for 1 = l:size(actl,4)

rgb(:,:,:,1) =
imresize (ind2rgb (gray2ind (mat2gray(actl (:,:,:,1)),255)...
,Jjet (255)),1imgSize) ;
end

% Show all the heatmap filters
figure
montage (rgb) ;

[o)

% Show ALL the Filter overlaped on the original image
for 1 = l:size(actl,4)

mml = figure;

imshow (im) ;

hold on

h = imagesc(rgb(:,:,:,1));

set (h, 'AlphaDbata', 0.65);

hold off

F = getframe (mml) ;
[X,Map] = frame2im(F);
imm(:,:,:,1) = X(33:33+m-1, 92:92+n-1, :);
close
end

[YTest,err] = detect (rnet, im)

prompt = 'Amount of activations to choose: ';
numact = input (prompt) ;

for 1 = 1:numact

lab = ['Choose Activation ', num2str(i),'/' num2str (numact), ':
"1;

al = input(lab);

m img(:,:,:,1)
end

I~

imm(:,:,:,al);
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[bboxe, score, label] = detect (rnet, im, 'MinSize', [19 241]);

o°

Display the detection results

— o\°
o°

n,~] = size(label);
unig = unique (label, 'stable');
outimg = im;
outimg = insertShape (outimg, 'rectangle',

dataset.Hand{mm, :}, 'LineWidth',3, 'color','r'");

for 1 = 1:n
if score(i)>= 0.95
annotation = sprintf('%s: (%.2f)', label(i), score(i));
outimg = insertObjectAnnotation (outimg, 'rectangle',
bboxe (i, :), annotation, 'LineWidth', 3, "FontSize',20);
end
end
if size(im,3) == 1
figure

montage (cat (4, repmat ( (outimg), [1,1,3]),m img), 'size', [1
numact+1]) ;
else
figure
montage (cat (4,outimg, m img), 'size', [1 numact+l]);
end
colormap (jet (255));
colorbar ('eastoutside');
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Anexo B.4: Cdadigo fuente de la funcion de cinemaética inversa para robot de 4 DoF

function g = CinInvRRR(X,Y,Z,L,phi)

if X ==
g(l) = atan2(Y,le-11);
else
g(l) = atan2(Y,X);
end
Lx = L(4)*cos (phi);
X0 = (X2 + Y*"2)"~(1/2) - Lx:

Lz = L(4)*sin(phi);
z0 = 7Z - (L(1) + Lz);

h = (X072 + 2072)"(1/2);

temp cos = (L(2)"2 + h"2 - L(3)"2) / (2*L(2)*h);
if temp cos > 1 || temp cos < -1
alpha = acos (round(temp cos));
else
alpha = acos(temp cos);
end
if X ==
beta = atan2(Z0,1le-11);
else
beta = atan2(z0,X0);
end
g(2) = alpha + beta;
temp cos = (L(2)"2 + L(3)"2 - h"2 ) / (2*L(2)*L(3));
if temp cos > 1 || temp cos < -1
gamma = acos (round(temp cos));
else
gamma = acos (temp cos);
end
qg(3) = gamma - pi;
q(4) = phi - (g(2) + q(3));
end
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Anexo B.5: Cdédigo fuente del algoritmo acoplado de localizacion de obstaculos y reaccion ante
situaciones de obstaculizacién

if exist('vrep') == 1

vrep.delete(); % call the destructor!
end

close all

clear

addpath('Food_Environmet/RobotFunct')

addpath ('Food Environmet/VREPfunct')

load ('Food Environmet/Data F/LastEpochCNN5.mat');

label = '';
scores = 0;
pause (0.01)

vrep=remApi ('remoteApi'); % using the prototype file
(remoteApiProto.m)

vrep.simxFinish(-1); % just in case, close all opened connections
clientID=vrep.simxStart('127.0.0.1"',19999, true, true,5000,5);

abb = 0;

% Parametros Iniciales
fin = 0;

pasos = 50; %50

tm = 2;

ql=0;

q2=0;

qg3=0;

q4=0;

11=0.1296; 12=0.1115; 13=0.111; 14=0.1953;
L=[11 12 13 147];

[o)

% Make Pipeline object to manage streaming

cfg = realsense.config();

cfg.enable stream(realsense.stream.depth, 640,480, realsense.format.z16)
cfg.enable stream(realsense.stream.color, 1280, 720,
realsense.format.rgb8) ;

pipe = realsense.pipeline();
pointcloud = realsense.pointcloud();
align to = realsense.stream.color;
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alignedFs = realsense.align(align to);

[o)

% Start streaming on an arbitrary camera with default settings
profile = pipe.start(cfqg);

if (clientID>-1)

disp ('Connected to remote API server');

[o)

% Call Arm joints

[~, Joint 1] = vrep.simxGetObjectHandle(clientID, 'Joint 1",
vrep.simx opmode blocking);
[~, Joint 2] = vrep.simxGetObjectHandle (clientID, 'Joint 2',

vrep.simx opmode blocking);
[~, Joint 3] = vrep.simxGetObjectHandle (clientID, '"Joint 3',
vrep.simx opmode blocking);

[~, Joint 4] = vrep.simxGetObjectHandle (clientID, 'Joint EF',
vrep.simx opmode blocking);

[~, baseR] = vrep.simxGetObjectHandle (clientID, 'Base’,
vrep.simx opmode blocking);

[~, obsta] = vrep.simxGetObjectHandle(clientID, 'Disc’,

vrep.simx opmode blocking);

% Camaras
[~, camRGB]=

vrep.simxGetObjectHandle (clientID, 'Vision RGB',vrep.simx opmode blocki

ng) ;

[~, resolutionl, ImRGB]=
vrep.simxGetVisionSensorImage?2 (clientID, camRGB, 0,
vrep.simx opmode streaming);

a=20; b=20; c=0;
[~] = vrep.simxSetJointPosition(clientID, joint 1, a,
vrep.simx opmode oneshot);

[~] = vrep.simxSetJointPosition(clientID, joint 2, b,
vrep.simx opmode oneshot);

[~] = vrep.simxSetJointPosition(clientID, joint 3, c,
vrep.simx opmode oneshot);

[~] = vrep.simxSetJointPosition(clientID, joint 4, c,
vrep.simx opmode oneshot);

[~] = vrep.simxSetObjectPosition(clientID, obsta, baseR,

[0,0,0.2], vrep.simx opmode oneshot);

pause (4) ;
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[~, J1 p] = vrep.simxGetJointPosition(clientID,joint 1,
vrep.simx opmode buffer);

[~, J2 p] = vrep.simxGetJointPosition (clientID, joint 2,
vrep.simx opmode buffer);

[~, J3 pl] = vrep.simxGetJointPosition(clientID,joint 3,
vrep.simx opmode buffer);

[~, J4 p] = vrep.simxGetJointPosition(clientID, joint 4,
vrep.simx opmode buffer);

[~, Obsta p] = vrep.simxGetObjectPosition(clientID,obsta, baseR,

vrep.simx opmode buffer);

% Camaras

[~, camRGB]=
vrep.simxGetObjectHandle (clientID, 'Vision RGB',vrep.simx opmode blocki
ng) ;

[~, resolutionl, ImRGB]=
vrep.simxGetVisionSensorImage? (clientID, camRGB, 0,
vrep.simx opmode streaming);

[o)

% Ubicar Puntos

Pi=[0 0 11+12+13+14;
0.02 0 11+12+13+14-0.02;
0.02 -14 11+12+13-0.02;
0.001 -14+0.09 11+412+13-0.106;
-0.05 -0.14 0.05;
-0.05 -0.17 0.012;
-0.05 -0.29 0.035;
-0.05 -0.31 0.085;
0.001 -14+0.09 0.24;
14-0.09 0.001 0.281];

P£=[0.02 0 11+12+13+14-0.02;
0.02 -14 11+412+413-0.02;
0.001 -14+0.09 11+12+13-0.106;
-0.05 -0.14 0.05;
-0.05 -0.17 0.012;
-0.05 -0.29 0.035;
-0.05 -0.31 0.085;
0.001 -14+0.09 0.24;
14-0.09 0.001 0.28;
0.2395 0.0359 0.2935];

% traslado para coordenadas globales a locales del robot

H1=M H(0,0,0,-0.355,0.35,0.26);%traslacioén
H2=M H(0,0,-133*pi/180,0,0,0);%rotacién en %
H3=M H(-3*pi/180,0,0,0,0,0);%rotacidén en x
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H13=H1*H2*H3; %cinemadtica directa hasta la cémara.

[o)

% Main loop
%% Cinematica
for 1ii = 1l:size(Pi, 1)

% Obtener la trayectoria por polinomio cubico
d = [Pf(ii,1) Pf(ii,2) Pf(ii,3)]1-[Pi(ii,1) Pi(ii,2) Pi(ii,3)1;

mag = sqrt(d(l)"2 + d(2)72 +d(3)"2);

if mag <= 0.025

pasos = 10;
elseif mag <= 0.08
pasos = 20;
else
pasos = 50;
end
t=0:pasos;
[xxtl, tx] = policubico(Pi(ii,1l),Pf(ii,1),tm,pasos);
[xxt2, ~] = policubico(Pf(ii,1),Pi(ii,1),tm,pasos);

xxt=[xxtl xxt2];

xh=xxt;
[yytl, ty] = policubico(Pi(ii,2),P£f(ii,2),tm,pasos);
[yyt2, ~] = policubico(Pf(ii,2),Pi(ii,2),tm,pasos);

yyt=[yytl yyt2];

yh=yyt;
[zztl, tz] = policubico(Pi(ii,3),P£f(ii,3),tm,pasos):;
[zzt2, ~] = policubico(Pf(ii,3),Pi(ii,3),tm,pasos);

zzt=[zztl zzt2];
zh=zzt;

[w, n]l=size(t);
$ Angulos deseados de la articulacién final en cada fase de
movimiento
if i1 == 1
phi = ones (n)*pi/2;
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elseif ii == 2

phi = pi/2:-pi/ (2*n):0;
elseif ii == 3

phi = zeros (n);
elseif ii == 4

phi = 0:-17*pi/ (36*n) :-17*pi/36;
elseif ii == 5

phi = -17*pi/36:pi/ (18*n) :-15*pi/36;
elseif ii == 6

phi = -15*pi/36:6*pi/ (36*n) :-pi/4;
elseif ii == 7

phi = -pi/4:2*pi/(12*n):-pi/12;
elseif ii == 8 || ii == 9 || ii == 10
phi = ones(n)*-pi/12;
end

for i=1:n
g = CinInvRRR(xh (i), yh(i), zh(i), L, phi(i));

if gl(end) == 0 && g(l) == pi
gl (end) = 0;
g(l) = 0;

end

[o)

% Rotar las articulaciones

if imag(g(2)) == 0 && imag(g(3)) ==

vrep.simxPauseCommunication (clientID,1);

[~] = vrep.simxSetJointPosition(clientID, joint 1,
g(l), vrep.simx opmode oneshot);

[~] = vrep.simxSetJointPosition(clientID, joint 2,
q(2)-pi/2, vrep.simx opmode oneshot) ;

[~] = vrep.simxSetJointPosition(clientID, joint 3,
g(3), vrep.simx opmode oneshot);

[~] = vrep.simxSetJointPosition(clientID, joint 4,

g(4), vrep.simx opmode oneshot);
vrep.simxPauseCommunication(clientID,0);
else
fin = 1;
break;
end

P = CinDir(q,L);

obst £ = 1;
while obst f
obst £ = 0;
%% Nube de puntos
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% Obt
fs

align
% Sel
depth
color

% Pro
if (d

P

o

v
X

Y =

Z

vector)
d

img
permute (reshape (data', [3,color.get width(),color.get height()]),[3 2

11)~;

end
point

[e3e)
e

frame

[bboxe,

[31 43]);
[nr ~]

result

k=20

box n =

for jJ

ain frames from a streaming device
pipe.wait for frames();

ed frames = alignedFs.process (fs);
ect depth frame

aligned frames.get depth frame();
aligned frames.get color frame();

duce pointcloud

epth.logical () && color.logical())

olnts pointcloud.calculate (depth);
Adjust frame CS to matlab CS
ertices points.get vertices();
vertices(:,1,1);

vertices(:,2,1);

vertices(:,3,1);

(Color data arrives as [R, G, B, R,

ata color.get data();

pause (0.01) ;

ss (X,2,-Y]";

Obstéculos

imresize (img,0.5);
score, label] detect (rnet,

= size(label);
frame;

zeros (1,4);
l:n

if score(j)> 0.90

score(J));
'rectangle’',

annotation, 'LineWidth

annotation

= sprintf('%s: (%f)',

result =
bboxe (7, :),
',2,'"FontSize',8);
k k+1;
box n(k, :)

= bboxe (j, :);

end

G, B, ...]

label (),

insertObjectAnnotation (result,

frame, '"MinSize',

106



end

o\°

figure(1l);
imshow (result)
if box n(1,1) ~=0

o\°

box r = box n(:,:)*2-1;

for m 1:k
for mm = 1l:box r(k,3)
for mml = 1:box r(k,4)
px = pointss(1,1280* (box r (k,2)+mml-2)
(box r(k,1)+mm));%puntos vistos desde la camara
py = pointss(2,1280* (box r (k,2)+mml-2)

+

+ (box r(k,1)+mm));

pz = pointss(3,1280* (box r (k,2)+mml-2)
+ (box r(k,1)+mm));

Point C2R = H13*[px;py;pz;1];%puntos
vistos desde el robot

dife = (abs(P-Point C2R(1:3)")) <=
0.02;
if dife(l) == 1 && dife(2) == 1 &&
dife(3) == 1
obst £ = 1;
result =

insertObjectAnnotation (result, 'rectangle',

box n(k,:),
annotation, 'LinewWidth', 2, 'FontSize',8, "Color', 'red");

[~1 =

vrep.simxSetObjectPosition(clientID, obsta, baseR,

[_
Point C2R(3)+0.025,Point C2R(2),Point C2R(1)+0.03],
vrep.simx opmode oneshot) ;

abb = 1;
break;

else
obst £ = 0;
if abb == 1

(~] =

vrep.simxSetObjectPosition (clientID, obsta, baseR,

[0,0,0.2], vrep.simx opmode oneshot);
abb = 0;
end
end

end
if obst f ==
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break;
end
end
if obst f ==
break;
end
end
end
subplot(2,1,1)
imshow (result)
subplot (2,1, 2)
[~,resolutionl, ImRGB]=
vrep.simxGetVisionSensorImage?2 (clientID,
camRGB, 0, vrep.simx opmode streaming);
% imshow (ImMRGB)
end

o°

o oo

o\°

pause (0.04)
end

if fin ==
break;

end

end

o)

% Stop streaming
pipe.stop();

vrep.simxFinish(clientID);

else

disp('Failed connecting to remote API server');
end
vrep.delete(); % call the destructor!

disp ('Program ended') ;

[o)

% Funcidén de transformacidn de coordenadas
function H=M H(ang x,ang y,ang z,X,y,z)smatrices homogeneas Txyz,Rxyz

HR x=[1 0 0 0;0 cos(ang_x) -sin(ang x) 0;0 sin(ang x) cos(ang x)
0;0 0 0 11,

HR y=[cos(ang_y) 0 sin(ang_ y) 0;0 1 0 0;-sin(ang_y) 0 cos(ang_y)
0;0 0 0 11,

HR z=[cos(ang_z) -sin(ang z) 0 0;sin(ang z) cos(ang z) 0 0;0 0 1
0;0 0 0 11,

4
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HT x=[1 O
HT y=[1 O
HT z=[1 O
H=HT x*HT

end

[o)

directa
function P =

[o)

A2 = MatrizDH
A3 MatrizDH
A4 = MatrizDH

% Matriz total A
At=A1*A2*A3*A4;

AQ1=Al;
AQ2=A1*A2;
AQ03=A1*A2*A3;
AQ4=At;

CinDir (g, L)

% Obtener Cinematica Directa
Al = MatrizDH(g(1l),L(1),0,pi/2);

' L(2),0)7
yL(3),0)7
L(4),0);

% Funcién de obtencidn de puntos de la trayectoria por cineméatica
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Anexo C: Cddigo fuente de reconocimiento de estados de la boca

Anexo C.1: Adquisicidn de secuencias para Método 1, para video individual

clear

addpath ('detectFaceParts') ;

addpath ('bradley');

close all

v = VideoReader ('Videosl/WIN 20180601 13 23 03 Pro.mp4');

type = 3; $ 1 = Cerrada 2 = Mastica Ab. 3 = Abierta
v.CurrentTime = 0.5;

detector = buildDetector () :;
FaceDetect = vision.CascadeObjectDetector ('FrontalFaceCART',
'MergeThreshold', 1, 'MinSize', [70 70], 'MaxSize', [250 250]);
MouthDetect =
vision.CascadeObjectDetector ('Mouth', '"MergeThreshold', 10, 'MinSize'
[25 251, '"MaxSize', [90 75]);

time r = 0;

cont = 1;

figure

k =1;

kernel = [-1 -1 0, -1 1 1; 0 1 1];

while cont ==
v.CurrentTime = time r;
vidFrame = readFrame (v);

vidFrame = imread ('D:\UMNG\Maestria
Mecatronica\Tesis\Codigos\Mouth States\Temp Data\Imgs\temp i27.jpg');

tic

subplot (2,2, [1 21)

image (vidFrame) ;

axis off

hold on

bboxl=step (FaceDetect,vidFrame) ;
if ~isempty(bboxl)

XX =
vidFrame (bboxl1 (1, 2) +round (bbox1 (1,4)*0.4) :min ([bbox1 (1, 2) +bbox1(1,4)+3
0,3601),...

bbox1 (1,1) :bbox1(1,1)+bbox1(1,3)-1,:);
BB=step (MouthDetect, XX) ;
vidFrame = imfilter (vidFrame, kernel);

o)

o

if ~isempty (BB)
if BB(1,1) ~= 1
for 1 = 1l:size (BB, 1)
rectangle ('Position', [BB(i, 1) +bbox1(1,1), ...
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B(i, 2) +bbox1(1,2)+
round (bbox1 (1,4)*0.4) -
B(i,3),BB(i,4)1,
'LineWidth',1, 'LineStyle', '-"', 'EdgeColor', 'r'");
end
for 1 = l:size(bboxl,1)
rectangle ('Position', [bbox1(i,1), bboxl(i,2),
bbox1 (i,3), bboxl(i,4)+20],
'LineWidth',1, 'LineStyle', '-", 'EdgeColor', 'qg');
end
axis off
hold off
pause (0.01) ;
[~,1dx] = max(BB(:,3).*BB(:,4));

XX1 = vidFrame (BB (idx, 2) +bbox1l (1, 2) +round (bbox1(1,4)*0.4) -
10:...
B(idx,2) +BB(idx, 4) +tbbox1 (1,2) +
round (bbox1 (1,4)*0.4),
B(idx,1)+bbox1(1,1):...
B(idx, 1) +BB(idx, 3) +bbox1 (1,1), :);
subplot (2,2, 3)
imshow (XX1) ;

image in = rgb2gray (XX1);
image ycc = rgb2Zycbcr (XX1);
% figure
subplot (2,2, 4)

BW = imbinarize(image in, 'adaptive', 'Sensitivity',0.4);
BW bwmorph (BW, 'close') ;

BW = bwpropfilt (BW, 'Area', [15, 1000001);

imshow (BW)

Mouth R = regionprops (BW, {'Extrema'});
if ~isempty (Mouth R)

templ = struct2cell (Mouth R);

temp = cellZmat (templ');

x min = min(temp(:,1));
y min = min(temp(:,2));
X max = max(temp(:,1));
y max = max(temp(:,2));
hold on

plot(x min,y min, '*g")
plot (x max,y max,'*r')

hold off

data.h(k) = y max - y min;
data.w(k) = x max - x min;
data.r (k) = data.h(k)/data.w(k);

111



k = k+1;
end

Tl = min (min(adaptthresh (image ycc(:,:
T2 = max (max (adaptthresh (image ycc(:,:
BW3 = edge(image in, 'canny');

BW3 = bwpropfilt (BW3, 'Area',

o\°

subplot (2,2, 4)
imshow (BW3) ;

o\°

end
end
end
time r = time r + 0.2;
if time r > v.Duration
cont = 0;
end
toc
end
1 =1;

clear dataset datacat
for 1 = 1:5:k-16
dataset{1l,1}(:,1) = data.h(i:1+14)"';

dataset{l,1}(:,2) = data.r(i:1+14)"';
datacat(l,1) = categorical (type);
1 = 1+1;

end

[o)

% Para Validacidn

for 1 = l:size(dataset,1)
XTest{end+1,1} (:,:) = dataset{i,1l} (:,:)"';
YTest (end+1,1) = datacat(i,1l);

end

(8,

13))))
+3))))
1000007) ;
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Anexo C.2: Adquisicion de secuencias para Método 2
clear
close all

addpath ('OpenFace-master') ;

cont g = 1; % Contador global

nF = 50; %# frames
for kk = 1:2
type = kk; % 1 = Cerrada 2 = Mastica Ab. 3 = Abierta
for mm = 26:26 %1:25 Train / 26:30 Test
clear v
if type == 1
if mm < 10
file = ['../Videos/Estados Boca/Video MCO',
num2str (mm), ".mp4d'];
else
file = ['../Videos/Estados Boca/Video MC',
num2str (mm), '.mp4'];
end

v = VideoReader (file);
elseif type ==
if mm < 10

file = ['../Videos/Estados Boca/Video MOO',
num2str (mm), '".mp4d'];
else
file = ['../Videos/Estados Boca/Video MO',
num2str (mm), '.mp4d'];

end

v = VideoReader (file);
elseif type ==

if mm < 10

file = ['../Videos/Estados Boca/Video WO',
num2str (mm), '".mp4d'];
else
file = ['../Videos/Estados Boca/Video W', num2str (mm),
'.mpd'];
end
v = VideoReader (file);
end
v.CurrentTime = 0.1;
time r = 0;
cont = 1;
k = 1; % Secuencia Video Actual
i =1; % Frame
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%% Inicio Video
while cont
oks = 0;
time r = 0.5* (k-1)
%% Get 20 frames
m = 0;
while cont && i <= nF*k

v.CurrentTime = time r;

tic
m = m+1l;
vidFrame = readFrame (V) ;

if m < 10

filen
num2str(m), '.Jjpg'):;
else

filen
num2str(m), '.Jjpg'):;
end

strcat ('Temp Data/Imgs/temp i0' ,

strcat ('Temp Data/Imgs/temp 1i' ,

imwrite (vidFrame, filen) ;
pause (0.001)

oks (m) = toc;
time r = time r + oks(m);
if time r > v.Duration
cont = 0;
end
i = 1i+1;
end
% mean (oks)
sum (oks)
if m == nF % # de frames obtenidos debe ser nF

%% Get Features

tic

executable = ""D:\UMNG\Maestria
Mecatronical\Tesis\Codigos\Mouth States\OpenFace-
master\x64/Release/FeatureExtraction.exe""';

in file = 'Temp Data/Imgs';
output dir = 'Temp Data/Features';
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o\

This will take file after -f and output all the
features to directory

% after -out dir -verbose sin esto es
mas rapido
command = sprintf('%s -fdir "%s" -out dir "ss"',

executable, in file, output dir);

dos (command) ;
oks (end+1) = toc;

tic

% Most of the features will be in the csv file in the
output directory with
the same name as the input file

o°

[~,name,~] = fileparts(in file);

output csv sprintf ('%s/%s.csv', output dir, name);
$ First read in the column names, to know which
columns to read for
% particular features
tab = readtable (output csv);

column names = tab.Properties.VariableNames;

% Read all of the data
all params = dlmread(output csv, ',', 1, 0);

o

This indicates which frames were succesfully tracked
% Find which column contains success of tracking data
and timestamp data

valid ind = cellfun(@(x) ~isempty(x) && x==1,
strfind(column names, 'success'));

Q.

% Extract tracking success data and only read those

frame

valid frames = logical (all params(:,valid ind));

landmark inds x = cellfun(Q(x) ~isempty(x) && x==1,
strfind(column names, 'x '"));

landmark inds_y = cellfun(Q(x) ~isempty(x) && x==1,
strfind(column names, 'y "));

xs = all params(valid frames, landmark inds x);

ys = all params(valid frames, landmark inds y);

oks (end+1) = toc;
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sum (oks)

o\°

figure
51-53 upper mouth
57-59 botton mouth
62-64 upper center
66-68 botton center
clear data

o° o o©

o\°

for j = l:size(xs,1)
plot(xs(J,:), -ys(J,:), ".");
hold on;

plot (xs(j,51:53)

plot (xs(j,57:59)
plot(xs(j,62:64), -ys
plot (xs(j,66:68)

hold off;

|l

)
)

j 62:064), '.
)

xlim([min(xs(1,:)) * 0.5, max(xs(2,:))*1.471);
ylim([min(-ys(1l,:)) * 1.4, max(-ys(2,:))*0.51);
xlabel ('x (px)"');

ylabel ('y (px)");

drawnow
data.hl(j) = (3,59) - ys(J,51);
data.h2(j) = (3,58) - ys(J,52);
data.h3(j) = (3,57) - ys(J,53);
data.cl(j) = max(-0.5, ys(3,68) - ys(3,62));
data.c2(j) = max(-0.5, ys(3,67) - ys(3,63));
data.c3(j) = max(-0.5, ys(j,66) - ys(3j,064));
end
disp(['hl: max= ', num2str (max(data.hl)),', min = "',
num2str (min (data.hl)), ', mean = ', num2str (mean(data.hl)), ...
', size = ', num2str(size(data.hl,2))])
disp(['h max= ', num2str (max (data.h2)),', min = ',
num2str(min(data.h2)),', mean = ', num2str (mean(data.h2)), ...
', size = ', num2str(size(data.h2,2))])
disp(['h max= ', num2str (max (data.h3)),', min = ',
numZStr(min(data.hB)),', mean = ', num2str (mean(data.h3)), ...
', size = ', num2str(size(data.h3,2))])
disp(['cl: max= ', num2str (max(data.cl)),', min = "',
num2str (min (data.cl)),', mean = ', num2str (mean(data.cl)), ...
', size = ', num2str(size(data.cl,2))])
disp([' max= ', num2str (max (data.c2)),', min = ',
num23tr(min(data.c2)),', mean = ', num2str (mean(data.c2)), ...
', size = ', num2str(size(data.c2,2))])
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disp(['c3: max= ', num2str (max(data.c3)),', min = ",
num2str (min (data.c3)), ', mean = ', num2str (mean (data.c3))
', size = ', num2str(size(data.c3,2))

1)

XTest{cont g,1}(1,:) = data.hl(:)";
XTest{cont g,1}(2,:) = data.h2(:)"';
XTest{cont g,1}(3,:) = data.h3(:)"';
XTest{cont g,1}(4,:) = data.cl(:)";
XTest{cont g,1}(5,:) = data.c2(:)";
XTest{cont g,1}(6,:) = data.c3(:)";
YTest (cont g,1l) = categorical (type):;

k = k+1; % # Secuencia Video actual

cont g = cont g+l; % Secuencia global
end

end

end
end

o©

Para guarder los datos adquiridos, descomentar
save ('DatabaseN/XTest.mat', 'XTest"') ;
save ('DatabaseN/YTest.mat', 'YTest"') ;

o©

o
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Anexo C.3: Funcion de construccion y entrenamiento de la LSTM

Clear
% Para el método 2
load ('DatabaseN\XTrain.mat"') ;

load ('DatabaseN\YTrain.mat"');

o°

Para el método 1
load ('Database\XTrain.mat') ;
load ('Database\YTrain.mat');

o°

o°

o°

Para graficar una secuencia
figure

plot (XTrain{1105}")

title ("Training Observation 1")

o0 o°

o©

% legend ("Feature " + string(l:6), 'Location', "'northeastoutside')
inputSize = 6;

numHiddenUnits = 100; % Varia segun la estructura
numClasses = 3;

layers = [

sequencelInputlLayer (inputSize)

lstmLayer (numHiddenUnits, 'OutputMode', "last")

fullyConnectedLayer (numClasses)
softmaxLayer
classificationLayer]

maxEpochs = 600;
miniBatchSize = 35;

o

o\°

load ('DatabaseN\Redl.mat")
layers = net.Layers;

o\°

options = trainingOptions ('adam',
'MaxEpochs',maxEpochs,
'MiniBatchSize',miniBatchSize,
'InitiallLearnRate’',le-4, ...
'GradientThreshold', 1,
'Shuffle', 'every-epoch', ..
'Verbose', 1,
'VerboseFrequency',41, ...
'Plots', '"training-progress') ;

net = trainNetwork (XTrain,YTrain, layers,options);

save ('DatabaseN/Red6.mat', 'net');

tIniciar desde Gltima época, si se requiere
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Anexo C.4: Funcién de validacién de la LSTM

clear

close all

load ('DatabaseN\XTest.mat"')

'DatabaseN\YTest.mat')
]

14

load ( ;

load ('DatabaseN\XTrain.mat"') ;

load ('DatabaseN\YTrain.mat');

load ('DatabaseN\Red3.mat"') ; % Seleccionar la red

T =2; % 1 Train, 2 Test

figure

% subplot(2,1,1)

subplot (6,1,1)

pl = plot (XTrain{75}(1,:)");

% title ("Sequence of Observations")
title ("Secuencia de Observaciones")
hold on

P2 = plot(XTrain{547}(1,:)");
p3 = plot (XTrain{1024}(1,:)");

hold off

ylabel ('Ext.D 1 [px]")

% ylabel ("Alto [pixeles]')

legend([pl; p2; p3], 'Cerrada', 'Intermedia',
'Esperando', 'Location', 'eastoutside')

grid on

% subplot(2,1,2)
subplot (6,1, 2)

pl = plot (XTrain{75}(2,:)"); %15
hold on

P2 = plot (XTrain{547}(2,:)"); %223
p3 = plot (XTrain{1024}(2,:)"); %45
hold off

ylabel ('Ext.D 2 [px]")

% ylabel ('"Alto / Ancho')

% xlabel ('"Paso de Tiempo')

legend ([pl; p2; p3], 'Cerrada', 'Intermedia',
'Esperando', 'Location', 'eastoutside')

grid on

subplot (6,1, 3)

pl = plot (XTrain{75}(3,:)");
hold on

P2 plot (XTrain{547}(3,:)");
p3 = plot(XTrain{1024}(3,:)");
hold off

ylabel ("Ext.D 3 [px]")

119



legend ([pl; p2; p3], 'Cerrada', 'Intermedia',
'Esperando', 'Location', 'eastoutside')
grid on

subplot (6,1,4)

pl = plot (XTrain{75}(4,:)");
hold on

P2 = plot(XTrain{547}(4,:)");
p3 = plot (XTrain{1024}(4,:)");

hold off

ylabel ("Int.D 1 [px]")

legend ([pl; p2; p3], 'Cerrada', 'Intermedia',
'Esperando', 'Location', 'eastoutside')

grid on

subplot (6,1,5)

pl = plot (XTrain{75}(5,:)");
hold on

P2 = plot(XTrain{547}(5,:)");
p3 = plot(XTrain{1024}(5,:)");

hold off

ylabel ('"Int.D 2 [px]")

legend ([pl; p2; p3], 'Cerrada', 'Intermedia',
'Esperando', 'Location', 'eastoutside')

grid on

subplot (6,1, 6)

pl = plot (XTrain{75}(6,:)");
hold on

P2 = plot (XTrain{547}(6,:)");
p3 = plot(XTrain{1024}(6,:)");

hold off

ylabel ("Int.D 3 [px]")

xlabel ('Paso de Tiempo')

legend([pl; p2; p3], 'Cerrada', 'Intermedia',
'Esperando', 'Location', 'eastoutside')

grid on

o\°
o°

miniBatchSize = 35;

% acc = sum(YPred == YTest)./numel (YTest)

if T ==1

YPred = classify(net,XTrain, 'MiniBatchSize',miniBatchSize);

targets(:,1)=(YTrain=="'1");

targets (:,2)=(YTrain=="'2");

targets (:,3)=(YTrain=="'3");
else

YPred = classify(net,XTest, 'MiniBatchSize',miniBatchSize);
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targets(:,1)

targets(:,2)

targets (:,3)
end

(YTest=="1");
(YTest=="2");
(YTest=="3");

outputs (:,1)=(YPred=='1");
outputs (:,2)=(YPred=='2");
outputs (:,3)=(YPred=='3");

figure

plotconfusion (double (targets'),double (outputs'))

set (gca, "xticklabel', {'Cerrada', 'Intermedia', 'Esperando',6
'}, '"FontSize',9)

set (gca, 'yticklabel', {'Cerrada', 'Intermedia', 'Esperando',6 '
'}, 'FontSize', 9)

if T ==
targetsl (:,1)=(YTrain=='1" | YTrain=='2");
targetsl (:,2)=(YTrain=='3");

else
targetsl (:,1)=(YTest=="'1" | YTest=='2");

targetsl (:,2)=(YTest=="'3");
end
outputsl(:,1)=(YPred=="'1l' | YPred=='2");

outputsl (:,2)=(YPred=='3");

figure

plotconfusion (double (targetsl'),double (outputsl'))

set (gca, 'xticklabel', {'"Masticando', 'Esperando', ' '},'FontSize',b9)
set (gca, 'yticklabel', {"Masticando', 'Esperando', ' '},'FontSize',b9)
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Mouth States Recognition System Focused on Feeding task

Javier Orlando Pinzén-Arenas!, Robinson Jiménez-Moreno?, Astrid Rubiano-Fonseca®

Department of Mechatronics Engineering, Nueva Granada Military University, Bogotd, Colombia.

Abstract

This paper presents the implementation of a Long-Short Term
Memory (LSTM) network oriented at recognizing states of the
mouth focused on feeding assistance, which are "Chewing" and
"Waiting". In order to take into account the variations of
chewing that may occur in different users, it is decided to create
2 sub-states called "Closed" and "Intermittent between open and
closed", belonging to the general state "Chewing". To develop
this work, a database was created with a total of 1731 sequences
taken from different users, which is divided for training and
validation. Each sequence contains 50 time steps with 6 distance
relationships of the mouth that were acquired through 12
characteristic points obtained through the OpenFace software.
With this database, 6 variations of the proposed network are
trained, obtaining a final network with an accuracy of 99.3% in
the recognition of the two main states. In addition, a comparison
is made with a first approximation done using a combined
algorithm of Viola-Jones and morphological operations as a
technique for extracting features from the mouth, demonstrating
the robustness of the complete system developed in this work
against changes in environment and face rotation.

Keywords. LSTM Network, Mouth States, Sequence-to-label
network, face landmarks.

INTRODUCTION

The recognition of movements of the human body plays an
important role in the human-machine interaction, because by
means of these, the robot can follow orders, manage its
workspace or provide a service to a person. The movements
that a person can do to perform this interaction can be static,
i.e. invariant in time or that only depend on being captured only
once, as are certain gestures of the hand [1] or expressions of
the face [2]. Or they can be dynamic, in other words, depending
on a sequence of steps to be completely identified, for example
compound gestures of sign language [3] or movement of the
body to know its trajectory or behavior [4, 5].

Various techniques have been developed to do the recognition
of human actions. Within the static ones, the work shown in [6]
is presented, where a convolutional neural network witha DAG
architecture is used to perform hand signal or gesture
recognition to control a mobile manipulator. In [7], a fuzzy
support vector machine model is implemented to recognize 7
types of expressions in different subjects, where static data of

the facial features extracted by means of the wavelet transform
are used. On the other hand, for the recognition of dynamic
actions, works as the one presented in [8], by means of depth
movement maps and support vector machines, sequences of
movements of the whole body are recognized. Another
example is given in [9], where several human actions are
recognized using video sequences of people executing each
movement, they are entered into a convolutional network
specialized in learning spatio-temporal features, achieving
results above 85% with 101 categories.

Another of the techniques implemented for the recognition of
actions are artificial neural networks called Long-short term
memory (LSTM) networks [10], that are a special type of
recurrent neural network with the ability to learn sequences of
a large number of time steps, having as network input
arrangements of data of the movements made or behavior of
people. An example of application of this network can be seen
in [11], where a Spatio-Temporal LSTM is used to recognize
human actions in a 3D environment using data obtained by
means of a human skeleton algorithm, achieving accuracies
greater than 93%. Similarly, in [12] this type of network is used
in combination with a convolutional neuronal network to
recognize 7 emotions by means of face expressions through
video sequences. However, although some works have recently
been developed using this technique to recognize mouth
gestures, such as the work presented in [13] oriented to the
visual recognition of speech, the LSTM has not been used to
recognize states of the mouth that focus on movements related
to food, i.e. know if a person is chewing food or not, so that it
can be applied to a robotic assistance system.

Taking into account the above, this work proposes to make use
of an LSTM network to recognize 2 general states necessary in
the task of assisted feeding, which are "chewing" and
"waiting". However, when analyzing the way chewing of
different people, it was opted to divide the state of "chewing"
into 2 sub-categories for training purposes, called: "Closed",
when the person tends to chew with his mouth closed, and
"Intermittent", which is when the person chews by opening and
closing the mouth, causing this state to have variations in its
characteristics. The future purpose of this implementation is to
be used in a robotic assistance system for feeding people.

This paper is divided into 4 sections, where section 2 presents
the building of the database to be used and the proposed
architecture for the implementation of the system. In section 3,
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Hand Gesture Recognition by Means of Region-
Based Convolutional Neural Networks

Javier O. Pinzon Arenas

Nueva Granada Military University
Bogota, Colombia

Robinson Jiménez Moreno

Nueva Granada Military University
Bogota, Colombia

Paula C. Useche Murillo

Nueva Granada Military University
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Copyright © 2017 Javier O. Pinzén Arenas, Robinson Jiménez Moreno and Paula C. Useche
Murillo. This article is distributed under the Creative Commons Attribution License, which permits
unrestricted use, distribution, and reproduction in any medium, provided the original work is
properly cited.

Abstract

This paper presents the implementation of a Region-based Convolutional Neural
Network focused on the recognition and localization of hand gestures, in this case
2 types of gestures: open and closed hand, in order to achieve the recognition of
such gestures in dynamic backgrounds. The neural network is trained and validated,
achieving a 99.4% validation accuracy in gesture recognition and a 25% average
accuracy in Rol localization, which is then tested in real time, where its operation
is verified through times taken for recognition, execution behavior through trained
and untrained gestures, and complex backgrounds.

Keywords: Region-based Convolutional Neural Network, Hand Gesture
Recognition, Layer Activations, Region Proposal, Rol
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Deep Convolutional Neural Network for Hand Gesture Recognition Used for
Human-Robot Interaction

Tavier O. Pinzon Arenas, Ruben D. Hernandez Beleno and Robinson Jimenez Moreno
Faculty of Engineering, Nueva Granada Military University, Bogota, Colombia

Abstract: This study presents the training and validation of a deep convolutional neural network architecture
used for a human-robot interaction. Two different datasets of images were employed with the aim of recognizing
2 kinds of hand gestures which are “closed” and “open” and control a robotic arm with these gestures. To
choose the best training in the network, different behavioral parameters such as training accuracy and loss were
evaluated to obtain the best tramning epoch and validation parameters such as validation accuracy and mternal
behavior of the network through the activations of the convolution layers. Once the trained network is chosen,
camera tests and interaction with a robotic arm are performed, evaluating the interaction between the user and

the actions of the robot through the network.

Key words: Deep convolutional neural network, hand gesture recognition. layer activations, human-robot

interaction, accuracy, parameters

INTRODUCTION

Neural networks have been a major field of research
for over half a decade within the field of deep learning.
Over the years, different techniques or methods have
been developed for its enhancement from its beginnings
with the perceptron model which focused on simple linear
problems (Schmidhuber, 2015; Poonia ef al., 2016) to more
complex current models such as recurrent neural networks
which, for example by Guo et al. (2017), allow predicting
the useful life of bearing.

Due to the large number of applications that exist,
neural networks have been developed for specific
applications such as Convolitional Neural Networks
{CNN) which are mainly designed for the recognition of
patterns in images. Being introduced in the early 90°s by
LeCun et al. (1989), CNN have been developed in different
fields for the recognition of patterns, thanks to its
performance, mainly in the recognition of handwritten
characters or even in the analysis of documents as shown
by Simard ef al. (2003). Additionally, in recent years,
researchers have been working on very deep CNN (up to
19 convolution layers) for recognizing large-scale images
(Simonyan and Zisserman, 2014).

Hand gestures are part of the interaction between
humans (Singer and Goldin-Meadow, 2005) and therefore,
have been an important part of the research in the
implementation of convolutional neural networks focused
on their recognition. In an early start using CNN for hand
recognition by Nowlan and Platt a simple convolution

layer architecture is developed for hand tracking and
recognition. However, nowadays much more robust and
deep architectures have been developed in order to
recognize more of the characteristics of the hands. An
example of this is developed by Barros ef al. (2014) where
it uses a multichannel CNN for hand gesture recognition
where its mput are 3 channels which are different to the
normally used RGB channels.

On the other hand, applications of human-robot
interaction using CNN have not been a mayor field of
research where a nearby application is developed by
Barros et al. (2015) in which a cross-channel CNN was
develop in order to recognize emotional expression for the
interaction with a robot. Another example is described by
Wang et al. (2016) where a CNN was developed to grasp
objects for a robotic gripper, however, there is no
interaction with people. The novelty of the development
of this research is this interaction which allows a user to
control the action of a robotic arm depending on what
gesture performs through a deep convolutional neural
network where the success of such interaction 1s based
on the process of choosing the trained network to be
used.

MATERIALS AND METHODS

In previous frainings to iteratively determine the
architecture of a convolutional neural network which was
oriented to the recognition of hand gestures of opening
and closing and is shown in Fig. 1a an accuracy of 73%

Corresponding Author: Javier O. Pinzon Arenas, Faculty of Engineering, Nueva Granada Military University, Bogota, Colombia
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Face Completion Using Semantic Segmentation
and Geometric Features

Javier O. Pinzon-Arenas, Robinson Jiménez-Moreno, Rubén D. Hernandez-Beleno

Abstract — This paper presents the development of an algorithm focused on face completion
implemented by means of two techniques: the first one is semantic segmentation, responsible of the
detection of the parts of the face, for which it is proposed to use a SegNet, where in its training
and subsequent fine-tuning, an accuracy of 97.51% in the segmentation of the categories of
interest is reached (mouth, eyes, face and background). The second one is represented by the
geometric features, whose function is the location of the missing parts of the face, in which 3 cases
are established, depending on which part of the face is removed, so different relationships of the
characteristics of the face are set to strengthen the development in terms of variable face sizes.
With the union of these two techniques, it is possible to implement an algorithm that is sufficiently
robust to perform face completion, achieving successful results in reconstructed faces, even with a
low sensitivity to tilt, rotation and face size. Copyright © 2018 Praise Worthy Prize S.r.l. - All
rights reserved.

Keywords: Semantic Segmentation, Face Parts Detection, Face Completion, Geometric Features,

SegNet
Nomenclature P, Upper extreme midpoint in Y-axis
Pse 1 Upper left extreme midpoint in X-axis

Aeye Detected 1§ﬂ eyc.arca P xr Upper right extreme midpoint in X-axis
Areye Detecn?d right eye area Psesn Upper left extreme midpoint in Y-axis
Ceye Centroid of the existing eye Ty Average of the ratio of face dimensions
g Gamma, variable that modifies the Yo Relation between the distance from the

mapping curve between input and output center of the existing eye to the edge of the
Heye Height of the eye corresponding side of said eye, and to the
Hytouth Height of the mouth width of the face
Hpgee Height of the detected face section T4 Distance relation
high, Upper limit of scaling of the input image Toye Relation between the width and height of
highoy: Upper limit of scaling of the processed the eye

image Reye vector with the relations of the eyes of the
Iing; Input pixel database
Toury, Output pixel at the position (i,f) of the Ti Mlm_‘“%““ @ffqmce between the

processed image themc;tlcal relation of the_ eye al}d R eye
low;, Lower limit of scaling of the input image Tinouihi R_elatlou between theoretical height and
low, Lower limit of scaling of the processed width of the mouth

image Rytoutn Rzlatu()in_s of the tmouths of the database

; P o P ordered in a vector
In%nAey % Mitoomeeyeierce .01 th,IeShOId' 5 I?IXCIS W aceos Width of the face in the centroid line of the
MinApmouer  Minimum mouth area or threshold, in face>Ceyey existing eye
ixels :
Bl gower extreme midpoint in X-axis Weye W?dth of the eye
By Lower extreme midpoint in Y-axis Wace Wfdth of the detected face
Pset Lower left extreme midpoint in X-axis Whtouth Width of the mouth
Praws Lower right extreme midpoint in X-axis X5 :v‘edth of the bounding box of the cropped
Preys Lo.wer ekt i mu‘:lpO}nt u Y.-ams X; Ir}llitial position of the cropped eye in X-axis
Py« Middle extreme midpoint in X-axis £ - ;.
P Middleextratic nridgpomt i Y20 Xy WldtlT of the bounding ~box of t'he mouth
My
P, Upper extreme midpoint in X-axis Xy Lo<.:at1011 of the mou.th in X-axis
R Yr Height of the bounding box of the cropped

Copyright © 2018 Praise Worthy Prize S.r.l. - All rights reserved
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Classification of Objects with Occlusions by Means of a DAG-CNN

Paula Useche-Murillo, Robinson Jiménez-Moreno, Javier Pinzon-Arenas

Abstract — In the following paper, the training of a Convolutional Neural Network (CNN) type
DAG (Directed Acyclic Graph) that classifies 5 tools: scalpel, pliers, scissor, screwdriver and
spanner, with a 99.8% accuracy is presented, in order to perform a classification process under
unexpected conditions, such as the presence of occlusions, where the visualization of activations of
the convolution layers of the network allows to analyze the reasons why the network correctly or
incorrectly classifies each image, for cases with different percentages of occlusion on each one of
the trained categories. Subsequently, a solution for the classification of occluded objects is
proposed, and a new DAG-CNN is trained, with a 99% accuracy, in order to evaluate the
Sfeasibility of the said proposal, and to observe the change of the activations against occluding
percentages between 0% and 80%. Finally, the results of both networks are compared and the
proposal viability and its right conditions are determined. Copyright © 2018 Praise Worthy Prize

S.r.l. - All rights reserved.

Keywords: DAG-CNN, Occluded Objects,
Classification

Occlusion

Percentages, Activations, Object

L Introduction

Convolutional Neural Networks (CNN) are artificial
intelligence techniques designed for the recognition of
objects and patterns in images, thanks to the use of a
series of filters trained to extract the most relevant
characteristics of each image, as explained in [1] and [2],
and thereby to classify the image or the pattern entered in
one of the trained categories. These networks have been
used in different types of applications, such as in
recognition and classification of faces [3], environmental
sound clips [4], pedestrians on the road [5], characters in
handwritten documents [6], and presence of patients in a
hospital [7], among others. On the other hand, a DAG-
CNN has multiple branches and output layers, where
each of them extracts different types of information from
the input image, using convolution filters and
architectures similar to a CNN to finally perform a
general classification. This division in branches allows
the training of layered lines dedicated to the fine details
of the image, and others to the thick details, as explained
in [8].

For example, in [9], a DAG-CNN has been used for
the recognition of 10 hand gestures for the control of a
mobile, with an accuracy of 84.5%, and in [8], the same
type of network has been used for the classification of
objects at multiple scales, i.e. they have both thick and
thin characteristics, with percentages of emor between
23.9% and 9.5%, using MIT67 and Scene 15 databases
for the classification, respectively. In each one of the
applications mentioned previously, the existence of
occlusions has not been considered relevant to the carried
out work, so the quality of the classification, in each
case, focused on the accuracy of the network and on its

Copyright © 2018 Praise Worthy Prize S.r.1. - All rights reserved
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response to changes in lighting, object position and
noise. However, the presence of occlusions acquires
relevance when determining points of grip on a desired
object, for example, for its manipulation by a robot,
given that it will have to take into account that it cannot
make a direct grip on the element, without having
previously removed the existing obstruction. This
application is an aspect that has not been considered in
works of detection of points of grip by artificial
intelligence techniques, such as the ones shown below. In
[10] and [11], deep learning techniques and other ones of
mechanical control have been used in order to determine
the success of the grip on objects by means of the gripper
of a manipulator, based on the shape of the object to be
grasped, the grip position and the position, angle and
depth of the gripper. On the other hand, in [12], a CNN
has been used for the detection of grip points on objects
of different geometries, generating a window of
compression on the element in question, which emulates
the grip position required by the gripper.

As it can be seen, in none of the cases presented, the
possibility of an obstruction between the gripper and the
desired object has been considered, nor alternative
possibilities of grip when the element is obstructed; this
is the reason why the information provided by these
works is incomplete when conditions of occlusion
appear. Similarly, for works like the one shown in [13],
where deep learning architectures are used to detect
multiple grip points on one or more objects, there is a
need for each element to be grasped to be completely
visible, and that they do not touch each other, so the
detection process fails when the elements overlap, since
they are recognized as a single object. On the other hand,

https:/doi.org/10.15866/ireaco.v111615737
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Faster R-CNN for object location in a Virtual
Environment for sorting task

https://do1.org/10.3991/1j0e.v14107.8465

Javier O. Pinzon Arenas, Robinson Jiménez M(®), Paula C. Useche Murillo
Mechatronics Engineering Program, Faculty of Engineering, Nueva Granada Military
University, Bogota, Colombia
robinson.jimenez@unimilitar.edu.co

Abstract—This paper presents the implementation of a mobile robotic arm
simulation whose task is to order different objects randomly distributed in a
workspace. To develop this task, it is used a Faster R-CNN which is going to
identify and locate the disordered elements, reaching 99% accuracy in
validation tests and 100% in real-time tests, i.e. the robot was able to collect
and locate all the objects to be ordered, taking into account that the virtual
environment is controlled and the size of the input image obtained from the
workspace to be entered to the network should be 700x525 px.

Keywords—Faster R-CNN, Object Recognition, Virtual Environment,
Autonomous Mobile Agent, Region of Interest.

1 Introduction

The applications of robotics in different areas have had an exponential growth in
recent years, such as in medicine with surgical assistants [1,2], in the agricultural
sector [3], in the industry for high-risk tasks [4] or even in tasks of daily life with
assistance robots [5,6] or service in the cleaning area [7]. For the control of the robots,
a great variety of techniques have been implemented, among which are those related
to Machine Learning. For example, in [8] an adaptive model based on neural
networks is used for the planning of trajectories and evasion of obstacles, or in other
cases, Deep Learning techniques are used, such as the Convolutional Neural
Networks (CNN) [9], where through these it is possible to perform the remote control
of a mobile robot by means of commands made by a user with different hand
gestures, in such a way as that executes certain action [10].

Mainly, the CNN are used for image recognition applications, managing to
discriminate up to 1000 different categories, as demonstrated by the AlexNet network
[11], it has even improved its operation by making them increasingly deeper,
involving 19 convolution layers, which allows it to leam more details in large-scale
images [12]. On the other hand, thanks to the great performance that CNN has had in
multiple applications, mainly in recognition of patterns in images, it have been begun
to create variants or improvements to this type of network, which strengthen and
diversify the applications of this one. For example, CNNs have been combined with

4 http://www.i-joe.org
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Mouth States using LSTM Neural Network

Javier Orlando Pinzon-Arenas, Robinson Jiménez-Moreno, Astrid Rubiano-Fonseca

Abstract— This paper presents the application of a sequence-
to-label network, in which an architecture with Long-Short Term
Memory (LSTM) is implemented, in a way that verifies if a user
is chewing or waiting to receive food by means of the
classification of 3 different states of the mouth that are: closed,
intermediate closed-open and open. To develop this task, 2
databases were built, one of training with 260 sequences of 3
seconds of the states with 15 time steps, within which there are 2
characteristics: opening and the relationship between the height
and width of the mouth, and another of test, of 145 sequences
with the same parameters as the previous one. For the training of
the network, it was first proposed that the network identified 2
states: chewing and waiting (open mouth), however, due to the
large variations that exist in the state '"chewing", because users
tend to chew not only with their mouths closed, but also with
their mouths open, this state was divided into two sub-states
(closed and intermediate). With this, the neural network is
trained, reaching an 84.8% accuracy by classifying the 3 states
and 97.9% merging the two states belonging to "chewing', which
verifies the ability of this type of network to recognize the states
of the mouth through sequences over time.

Keywords Sequence-to-label network, LSTM network,
Mouth states, Mouth features, Time series.

I. INTRODUCTION

N recent years, the recognition of states and actions of the

human body has taken great interest. To perform this task,
several techniques have been developed in the field of
artificial intelligence, where one of the most used are recurrent
neural networks (RNN), capable of learning series of temporal
patterns, maintaining past information [1]. However, the RNN
have a limitation, which is their ability to learn series that
require many steps back in time, i.e. between 5-10 steps back
[2], causing that, for these cases, their error during
backpropagation increases or even disappears [3]; This
problem is known as Long-term dependencies.

However, in order to face this problem, a new model,
known as Long-short term memory (LSTM) [4] was
implemented, which in general terms is a special type of RNN
that is not affected by dependencies, thanks to the fact that it is
capable of learning and retaining information about events that
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have occurred many steps back in time [2].

The LSTM can be used to implement sequence-to-sequence
networks [5], which in general, identify each step of time,
being able to label each one within a complete sequence. This
type of network is used mainly in speech recognition [6-7] and
in handwriting or texts [8].

Another type of network in which the LSTM is used is
known as the sequence-to-label network that, unlike the
previous network, does not identify each step of time, but
labels the sequence with which the network is fed in its whole.
Within this network, there are language identification
applications in texts [9] and even pass contextual modeling for
robots [10].

In terms of people's actions, different jobs have been
developed with LSTM networks, such as the one presented in
[11], where pedestrian trajectories are predicted, according to
their ability to avoid obstacles. In the same way, in [12] and
[13] there are developments where the action or posture of the
human body is predicted. However, within the state of the art
the LSTM has not been implemented to verify the state of the
mouth, which can be used for various applications such as
feeding assistance, emotional states, silent speech recognition,
among others.

In this work, a sequence-to-label network is implemented
using LSTM, so that it classifies 3 states of the mouth: open,
closed and intermediate closed-open, in such a way that it is
verified if the user is chewing or waiting to receive food. For
training the network, two characteristics of the mouth are
used: its opening and the relationship between height and
width.

In a first approach, the work was focused on classifying 2
states, which are chewing and waiting, however, taking into
account that people have different ways of chewing, it was
decided to subdivide the chewing state in the two states:
closed and intermediate, since these have very variable
features, in this way, the network can learn the characteristics
in a better way and avoid a high degree of confusion between
chewing and waiting.

This paper is divided into 5 sections, with the introduction
being the first. In the second section, the process of acquiring
the data for the built of the database is described. The third
section presents the proposed architecture for the neural
network. In the fourth section, the results of the training and
tests of the proposed network are presented. Finally, in the last
section, the conclusions reached and future work are given.

II. DATASET

In order to perform the training of the LSTM, a database of
3 different states of the mouth is constructed based on a series
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Anexo E.2
Articulo

CONVOLUTIONAL NEURAL NETWORK
ARCHITECTURE FOR HAND GESTURE
RECOGNITION

Javier Orlando Pinzén Arenas
Faculty of Engineering
Nueva Granada Military University
Bogota, Colombia
1390023 1@unimilitar.edu.co

Abstract—This paper presents the design of a convolutional
neural network architecture using the MatConvNet library for
MATLAB in order to achieve the recognition of 2 classes of hand
gestures: “open” and “closed”. Six architectures were
implemented to which their hyperparameters and depth were
varied to observe their behavior through the validation error in
the training and accuracy in the estimation of each one of the set
classes, which was evaluated by a matrix of confusion. Given each
of these results, the neural network with the best performance was
chosen.

Keywords— Convolutional Neural Network, Validation Error,
Accuracy, Hand Gesture

I. INTRODUCTION

Pattern recognition systems have found in neural networks a
tool for identification and/or classification of such patterns. For
more than half a century, neural networks have evolved in
different ways, involving architectures based on an input layer,
an output layer, and intermediate layers called hidden layers.
These layers do not have a large number at such depth, hence it
is not usual to find more than one hidden layer, and this is due
to the fading problems of the base error gradient of the network
training.

Faced with this situation, in the last decade techniques have
emerged that have matured solutions to these problems such as
deep learning networks and within these, convolutional neural
networks [1] are used specifically in the development of pattern
recognition in images.

Due to this, the number of investigations referring to the
benefits provided by convolutional neural networks has
increased and its advantages over pattern recognition techniques
in relation to conventional neural networks such as perceptron is
clear [2].

Among the research developed, it is of interest the one
presented in [3], which outlines the applications of the
convolutional networks in artificial intelligence systems applied
to robotics and their performance in detecting classes with very
close characteristics is evidenced.

Paula Catalina Useche Murillo
Faculty of Engineering
Nueva Granada Military University
Bogota, Colombia
1390023 5@unimilitar.edu.co

Robinson Jiménez Moreno
Faculty of Engineering
Nueva Granada Military University
Bogota, Colombia
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In [4] deep learning techniques are applied to recognize
human actions, which is related to the applications presented in
this work, there are detected actions such as walking and shaking
hands. In [5] a convolutional structure is presented for tracking
the hands prior to the development of deep convolutional
networks. Other applications in this same way and based in deep
convolutional networks are presented in [6] and [7].

In the present work, the hand recognition in the states of
closing and opening is sought, which later allows to perform
human-machine interaction applications for object delivery
actions. The structure of the paper is composed of three sections.
Second section discusses the methods and materials, describing
the dataset used and each of the elaborate architectures. Third
section presents the analysis of results obtained in the training of
each one of the architectures. Finally, the last section documents
the conclusions obtained.

II. METHODS AND MATERIALS

The design of the architecture of a CNN oriented to the
identification of two characteristic states of the hand, as they are
opening or closing of the same, is done by means of
experimental tests, that allow to determine which is the final
architecture that converges in a clear discrimination of those
states, i.e., aminimal confusion between one state and the other.
To observe the behavior of different architectures, a database is
initially established with images of each state to be identified,
then possible architectures are determined and evaluated,
making a change in the convolution kernel and the amount of
these to be used, as discussed below.

A. Dataset

In order to determine the final architecture of the network
and to be able to evaluate it, a training database and one for
validation must have been built. The training database allows the
network to learn about the characteristics of each class, while the
validation uses images that show how well each class has been
learned, based on images that have not been presented to the
network. For this case, two databases of images with different
characteristics were made, the first database consists of three
classes: open hands, closed and diverse (or unknown), which

978-1-5090-6363-5/17/831.00 ©2017 IEEE
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